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Resumo

O presente trabalho aborda o estudo e aplicagao da Transformada Wavelet Discreta
(DWT) em conjunto com o classificador do tipo Maquina de Vetores de Suporte (SVM) na
diferenciagao entre crises epilépticas e crises nao epilépticas psicogénicas (CNEP). Um banco
de dados com exames de eletroencefalograma (EEG) contendo crises epilépticas e crises nao
epilépticas psicogénicas foi coletado na Unidade de Videoeletroencefalografia do Instituto
de Psiquiatria do Hospital das Clinicas da Faculdade de Medicina da Universidade de Sao
Paulo (IPq-HCFMUSP). No processamento do sinal EEG, foi utilizada a Transformada
Wavelet Discreta (DWT) baseada nas familias Coiflet 1 e Daubechies 4 e a extragao
direta do sinal (sem usar DWT). A partir desses processamentos, foram gerados vetores
de caracteristicas para o treinamento e avaliacao do classificador SVM. Na analise do
desempenho do classificador, foram realizados testes modificando-se o niimero de vetores
de caracteristicas para o treinamento do classificador, a origem do vetor de caracteristicas
(Coiflet 1, Daubechies 4 e extragao direta) e o tipo de kernel (Linear, Polinomial, Funcao
de Base Radial - RBF - e Sigmoide). Como resultado, no caso do emprego de janelas de 1
segundo no processamento do sinal EEG, o classificador foi capaz de atingir uma taxa de
acerto (acurdcia) de até 100% usando o kernel Linear e as familias Coiflet 1 e Daubechies
4. No caso da utilizacdo do tempo total de cada crise, o classificador obteve uma taxa de
acerto de até 100% nos quatro tipo de kernel usando a familia Coiflet 1. Desse modo, com
base nos vetores de caracteristicas utilizados, foi possivel concluir que o classificador SVM

é eficiente e o seu uso é viavel na diferenciacao entre crise epiléptica e CNEP.

Palavras-chave: Crises epilépticas. CNEP. DWT. EEG. SVM.



Abstract

The present work deals with the study and application of the Discrete Wavelet Transform
(DWT) in conjunction with the Supporting Vector Machine (SVM) classifier in the
differentiation between epileptic seizures and psychogenic non-epileptic seizures (PNES).
A database with electroencephalogram (EEG) tests containing epileptic seizures and
psychogenic non-epileptic seizures was collected at the Videoelectroencephalography Unit
of the Institute of Psychiatry of the Hospital das Clinicas of the Medical School of the
University of Sdo Paulo (IPq-HCFMUSP). In the EEG signal processing, the Wavelet
Discrete Transform (DWT) based on the Coiflet 1 and Daubechies 4 families and the
direct signal extraction (without DWT) were used. From these processing, characteristic
vectors were generated for the training and evaluation of the SVM classifier. In the analysis
of the performance of the classifier, tests were performed by modifying the number of
characteristics vectors for the classifier training, the origin of the characteristic vector
(Coiflet 1, Daubechies 4 and direct extraction) and the kernel type (Linear, Polynomial
, Radial Base Function - RBF - and Sigmoid). As a result, in the case of the use of
1-second windows in the EEG signal processing, the classifier was able to achieve a hit
rate (accuracy) of up to 100% using the Linear kernel and the Coiflet 1 and Daubechies 4
families. In the case of the use of the total time of each crisis, the classifier obtained a hit
rate of up to 100% in the four kernel types using the Coiflet 1 family. Thus, based on the
feature vectors used, it was possible to conclude that the classifier SVM is efficient and its

use is feasible in the differentiation between epileptic seizures and PNES.

Keywords: DWT. Epileptic seizures. EEG. PNES. SVM.
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1 Introducao

Epilepsia é um disturbio cerebral que afeta cerca de 1% da popu-
lacao mundial e, no Brasil, h4 aproximadamente 3 milhoes de pacientes
diagnosticados com este distirbio . E caracterizada por atividades elétricas

anormais dos neurdnios no cérebro que podem levar a convulsoes recorrentes
e espontaneas (ROSADO; ROSA, 2016; OLIVEIRA et al., 2008).

Aproximadamente 30% da populacao epiléptica nao tem sucesso ao ser
tratada por medicamentos, ou seja, sao farmacorresistentes. Estes pacientes
nao apresentam resposta adequada ao tratamento medicamentoso, levando
a prejuizo na qualidade de vida (KWAN et al., 2010; ROSADO; ROSA,
2016).

Para a confirmacao da epilepsia, é executada uma técnica nao invasiva
denominada Eletroencefalografia. Esta técnica faz uso de varios eletrodos no
couro cabeludo para capturar a atividade eletrofisiologica que é originada
no cérebro, sendo que cada eletrodo corresponde a um canal distinto. O
produto destas medidas é o eletroencefalograma (EEG), que consiste no
conjunto de sinais gravados em cada canal. O EEG tem sido uma ferramenta
valiosa no diagnéstico e avaliagao de distirbios neurologicos, em particular
para a epilepsia. Os pacientes que sao suspeitos de apresentar essa condi¢ao
estao sempre sujeitos a uma gravagao de EEG (ROSADO; ROSA, 2016).

1.1 Problema

A deteccao de crises epilépticas é um componente importante no di-
agnostico de epilepsia e para o controle de convulsées (BAJAJ; PACHORI,
2013). Por um lado, esta detecgao envolve a observagao visual das gravagoes
de EEG por médicos neurofisiologistas experientes na pratica clinica. Com
esta andlise visual, é possivel identificar e classificar a crise presente no sinal

de EEG. Geralmente, os registros sao multicanal, entao sua investigacao
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implica uma tarefa complexa e demorada (OROSCO et al., 2016; BAJAJ;
PACHORI, 2013). Por outro lado, um sistema auxiliar de detecgao automa-

tica de crises poderia reduzir consideravelmente o volume de dados a serem
observados pelos médicos (OROSCO et al., 2016).

Além disso, este sistema auxiliar também poderia ajudar na diferen-
clagao entre crises epilépticas (CE) e crises nao epilépticas psicogénicas
(CNEP), ou seja, crises de origem psicolégica. Cerca de 20% dos indivi-
duos encaminhados aos centros de estudos de epilepsia sofrem de CNEP
(OLIVEIRA et al., 2008).

1.2 Objetivos

1.2.1 Objetivos gerais

Propor um sistema de classificacao automatica que preveja se uma
amostra do sinal EEG é uma crise epiléptica ou uma crise nao epiléptica
psicogénica (CNEP).

1.2.2 Objetivos especificos

- Encontrar uma forma de extracao de caracteristicas do sinal EEG que

permita a obtencao de bons resultados de classificacao;

- Comparar os resultados obtidos pelo uso de diferentes kernels para o
classificador SVM.

1.3  Justificativa

O desenvolvimento de um classificador automatico sera ttil para
auxiliar um médico especialista na diferenciacao entre crises epilépticas e de
crises nao epilépticas psicogénicas. O resultado desta classificacdo podera

ser levado em conta em diagnosticos complementares, como ja ocorre com
o exame de EEG (MINISTERIO DA SAUDE, 2013).
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1.4 Organizacao do trabalho

O capitulo 1 apresenta informacoes introdutoérias sobre o tema desta pes-
quisa, como: contextualizacao, problematizacao, justificativa e objetivos. O
capitulo 2 descreve os fundamentos tedricos, relevantes para o entendimento
da pesquisa, relacionados aos temas de epilepsia, extracao de caracteristicas
dos sinais e do classificador do tipo Maquina de Vetores de Suporte (SVM).
O capitulo 3 consiste na revisao bibliografica de artigos que possuem infor-
magoes relevantes para o desenvolvimento desta dissertacao. O capitulo 4
explica em detalhes os métodos utilizados na pesquisa. O capitulo 5 retrata
os resultados obtidos e suas discussoes. Por fim, o capitulo 6 expoe as

conclusoes e os trabalhos futuros sugeridos.
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2 Fundamentacao Tedrica

Neste capitulo, serao apresentados os conceitos basicos para o enten-
dimento deste trabalho. Na primeira parte, serao abordados os conceitos
relacionados com a Epilepsia. Em seguida, serao explorados os conceitos
relativos a extracao de caracteristicas dos sinais, como: defini¢oes, tipos e
transformadas. Finalmente, serao tratadas nocoes sobre o funcionamento
e caracteristicas do classificador do tipo Maquina de Vetores de Suporte

(SVM), concluindo com suas respectivas equagoes matematicas.

2.1 Epilepsia

Nesta secao, inicialmente, serao apresentados os conceitos de crises
epilépticas e crises nao epilépticas psicogénicas (CNEP) para a posterior
definicao de epilepsia. Em seguida, serao abordados os tipos de diagnésticos,
o eletroencefalograma (EEG) e, por ultimo, as ondas cerebrais (tipos,

caracteristicas e formatos).

2.1.1 Crise epiléptica e Epilepsia

Crise epiléptica é conceituada como atividade elétrica anormal, exces-
siva e sincrona de grupos dos neurénios. Ocorrem transitoriamente sinais e
/ ou sintomas caracteristicos que podem ser constatados tanto pelo paciente
quanto por um observador, tais como: alteracoes na consciéncia, ou even-
tos motores, sensitivos/sensoriais, autonémicos ou psiquicos involuntarios
(FISHER et al., 2014).

Epilepsia, segundo a Liga Internacional Contra a Epilepsia (ILAE), é

definida como:

Epilepsia é um transtorno do cérebro caracterizado por uma predisposicao
duradoura em gerar crises epilépticas, com consequéncias neurobiol6gi-
cas, sociais, cognitivas e psicolégicas. A definicdo de epilepsia requer a
ocorréncia de, pelo menos, uma crise epiléptica (FISHER et al., 2014, p.
476).
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Na figura 1, sao apresentados os tipos de crises epilépticas. As crises
generalizadas ocorrem em toda a regiao do cérebro. No caso das focais,

apenas uma determinada regiao do cérebro é afetada (FISHER et al., 2014).

Figura 1 — Tipos de crises epilépticas e regioes afetadas (ADAPTADO)

Lobo pariel EEG normal

EEG de uma crise EEG de uma crise
epiléptica focal epiléprica generalizada

Fonte: <https://hmsportugal.wordpress.com/2012/05/23 /epilepsia/>. Acesso em: jan.
2018.

2.1.2 Crise nao epiléptica psicogénica

A Crise Nao Epiléptica Psicogénica (CNEP), também designada
Psychogenic Non-FEpileptic Seizures (PNES), apesar de ter comportamento
similar ao da crise epiléptica, diferencia-se desta por nao ter origem nas

descargas elétricas anormais caracteristicas de crises epilépticas. Ao invés
disso, sua origem ¢é psicoldgica (KURCGANT; AYRES, 2011).

Na figura 2, é apresentado um subconjunto de tracados de EEG tipicos
de crises epilépticas (A), ou do inglés, generalized spike wave discharges
(GSW). Neste caso, ha um surto de pico generalizado de 3-5 Hz e complexo

de onda lenta com duragao de aproximadamente 5 segundos. Os marcadores
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indicam o inicio e o fim da crise. Em (B), ocorre um fragmento de EEG
durante um PNES. Nenhum correlato de EEG pode ser visto e a gravagao é

frequentemente prejudicada por artefatos musculares (PIPPA et al., 2016).

Figura 2 — Diferentes tipos de crises a partir do EEG: (A) Crise epiléptica e (B) CNEP.
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Fonte: (PIPPA et al., 2016)

As CNEPs geram graves consequéncias sociais e psicoldgicas, como o
desemprego, dificuldades interpessoais, baixa escolarizacao e exclusao social.
Da mesma forma, sob o ponto de vista médico, os pacientes ficam expostos
ao uso de doses elevadas de drogas antiepilépticas e outros procedimentos

invasivos como a intubacao endotraqueal (figura 3) (KURCGANT; AYRES,
2011).



Capitulo 2. Fundamentacio Teorica 26

Figura 3 — Intubacao endotraqueal

Fonte: <http://www.enfermagemnovidade.com.br/2015/12/cuidados-de-enfermagem-na-
ventilacao.html>. Acesso em: fev. 2018.

Kurcgant (2010, p. 3-4) ilustra um caso tipico de CNEP de um

paciente encaminhado

a um servico especializado do Hospital das Clinicas

da Faculdade de Medicina da Universidade de Sao Paulo:

2.1.3 Diagnosticos

S., 40 anos, sexo feminino, negra, solteira, sem filhos, sem profissao,
natural de Sao Paulo, moradora de um hospital psiquiatrico do estado
de Sdo Paulo ha cerca de 20 anos. A paciente referia, desde a infancia,
crises com apresentacao convulsiva, inclusive com salivacao abundante,
perda de urina e confusdo ap0s a crise. As crises ocorriam com frequéncia
variavel, uma a sete vezes por semana, necessitando, eventualmente, ser
encaminhada ao pronto-socorro da regiao, onde ja era conhecida pela
equipe de atendimento. Houve também um episédio de internacao na
unidade de terapia intensiva, em fun¢do do nimero elevado de crises
subsequentes e prejuizo do nivel de consciéncia. Seus exames laboratoriais,
de imagem e eletroencefalograma, encontravam-se dentro dos padroes
de normalidade. A paciente apresentava também, de forma flutuante,
alucinagoes e delirios. Seu comportamento era agressivo, sendo temida
por outras pacientes e pelos profissionais de satde. Quanto a sua historia
pessoal, S. relatava varios episdédios de maus-tratos, abuso fisico e sexual
e varios fracassos nas relacdes pessoais, escolares e profissionais. Nao
conheceu a mae nem o pai e foi criada em instituigoes publicas. Apds a
avaliacao especializada, foi constatado que a paciente nao apresentava
crises epilépticas, e sim, CNEP.

Esta subsecao descreve brevemente os tipos de diagnosticos para a

deteccao de epilepsia e da CNEP em um paciente, além de apresentar os

testes de diagnoésticos.
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2.1.3.1 Diagnéstico Clinico da Epilepsia

Conforme o Ministério da Saude (2013), o diagnéstico clinico de uma
crise epiléptica é obtido através de um historico detalhado do paciente
juntamente com um exame fisico geral baseado nas areas da Neurologia
e Psiquiatria. Além disso, para uma descricao mais detalhada da crise, é
de suma importancia uma testemunha ocular, devido ao rebaixamento do

nivel de consciéncia do paciente.

2.1.3.2 Diagnéstico Complementar da Epilepsia

O diagnostico complementar ocorre através do exame de eletroencefa-
lograma (EEG) devidamente acompanhado pelo histérico e exame fisico do
paciente. Além disso, exames de neuroimagem e neuropsicolégico também

sao necessarios. Estes exames ajudam o médico a ter um diagnéstico mais
preciso (MINISTERIO DA SAUDE, 2013).

2.1.3.3 Diagnéstico da CNEP

Identificar e diagnosticar com precisao a CNEP é um desafio para
psiquiatras e neurologistas. Atualmente, o diagnéstico da CNEP depende
da exclusao da epilepsia. Logo, os pacientes sao submetidos a diversos testes
antes do diagnéstico final de CNEP. O padrao-ouro ! para excluir a epilepsia
¢ a telemetria de video-eletroencefalografia (video-EEG) para analisar as
convulsoes tipicas. Acredita-se que a observacao de convulsoes tipicas,

combinada com a atividade cerebral registrada, leve a um diagnéstico
preciso em até 90% dos casos (DICKINSON; LOOPER, 2012).

L teste padrao para comparar outros testes
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2.1.3.4 Interpretacao dos resultados de exames

As principais caracteristicas de desempenho dos exames diagnésticos
com resultados numéricos sao: Sensibilidade, Especificidade e Acuracia. Os
calculos dessas caracterfsticas se baseiam no quadro 2.1 (GARCIA-NIETO
et al., 2009).

Quadro 2.1: Teste de diagnéstico
DOENCA

Presente Ausente
Positivo | Verdadeiro Positivo (VP) Falso Positivo (FP)
Negativo Falso Negativo (FN) Verdadeiro Negativo (VN)

TESTE

Fonte: <https://pt.slideshare.net/InaiaraBragante/testesdiagnstcos22-05>. Acesso em:
dez. 2017.

e Sensibilidade: avalia, na presenca da doenca, o rendimento do teste
em detectar a doenga (Verdadeiro Positivo - VP), ou seja, calcula a

probabilidade de o teste dar positivo.

VP
Sensibilidade = VPLFN
e Especificidade: avalia, na auséncia da doenca, o rendimento do teste
em dispensar a doenga (Verdadeiro Negativo - VN), ou seja, calcula a

probabilidade de o teste dar negativo.

VN
Especificidade = VN FP
e Acuracia (precisfio): ¢ a proporcao de acertos, ou seja, o total de
verdadeiramente positivos e verdadeiramente negativos, em relacao a

amostra estudada.

. VP.VN
Acwrdcia = yp TN, VNIFP
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2.1.4 Eletroencefalograma (EEG)

Os neur6nios no cértex cerebral (camadas mais externas do cérebro
humano) processam suas informagdes por meio de sinais elétricos e, as-

sim, possibilitam o registro elétrico de sua atividade através do exame de
eletroencefalograma (KIRSCHSTEIN; KOHLING, 2009).

A figura 4 representa o esquema de um EEG com seus respectivos

eletrodos posicionados na superficie do couro cabeludo de um paciente.

Figura 4 — Exame de Eletroencefalograma (EEG)

Electroencephalogram (EEG)

R

Electrodes

Fonte: <https://hvmn.com/biohacker-guide/cognition/eeg-measures-of-cognition>. Acesso
em: dez. 2017.

Seeck et al. (2017) especifica o posicionamento dos eletrodos na
superficie do couro cabeludo que obedece ao sistema internacional 10-20, o
qual faz relacao em 10 e 20% de distancias pré-determinadas. Os eletrodos
de nimeros pares se referem ao lado direito do cérebro e os impares ao
esquerdo. A letra z (zero) indica os eletrodos localizados na linha média.

As figuras 5, 6 e 7 representam este sistema 10-20.

Na figura 5, notam-se as medidas no sentido antero-posterior do
escalpo que sao utilizadas com base na distancia entre o Nasion e o Inion.
A partir desta distancia sao definidos 5 pontos: frontal polar (Fp) — 10%,
frontal (F) — 20%, central (C) — 20%, parietal (P) — 20% e occipital (O) —
10%.
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Figura 5 — Método de medida para o encontro das posi¢oes dos eletrodos da linha média.

Fonte: <http://www.fleury.com.br/medicos/educacao-medica/manuais/manual-de-
neurodiagnosticos/Pages/eletrencefalografia.aspx>. Acesso em: dez. 2017.

No caso das medidas laterais, elas sao baseadas no plano coronal
central. Na figura 6, observa-se a distancia de referéncia baseada entre os
pontos pré-auriculares percorrendo o ponto central (C) definido anterior-
mente na medida antero-posterior. Utilizando esta distancia de referéncia
sdo posicionados os pontos temporais (T) de 10% e os centrais (C) de 20%.

Figura 6 — Visao frontal do posicionamento dos eletrodos centrais em relagao ao plano
coronal.

Fonte: <http://www.fleury.com.br/medicos/educacao-medica/manuais/manual-de-
neurodiagnosticos/Pages/eletrencefalografia.aspx>. Acesso em: dez. 2017.
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Posteriormente, na figura 7, é definida a linha antero-posterior sobre
as regioes frontal, temporal e occipital. Entre os pontos frontal polar (Fp)
e occipital (O) da linha média localizados na figura 5, sera tracada uma
linha passando pelo ponto temporal (T) anteriormente definida. Possuindo
esta distdncia, sdo definidos os pontos Fp e O definitivos (10%) a partir dos
seus respectivos Fp e O da linha média (provisério). Os pontos temporal
(F7 e F8) anterior e médio (T3 e T4) estao na posi¢ao a 20% da distancia

a partir dos pontos Fp e O determinados no passo anterior.

Os demais pontos, frontal (F3 e F4) e parietal (P3 e P4), sao posicio-
nados ao longo da linha coronal frontal e parietal considerando a média da

distancia entre as linhas médias e temporal.

Figura 7 — Vista superior dos eletrodos da linha temporal bem como dos eletrodos F3 e
F4 e P3 e P4.

Fonte: <http://www.fleury.com.br/medicos/educacao-medica/manuais/manual-de-
neurodiagnosticos/Pages/eletrencefalografia.aspx>. Acesso em: dez. 2017.



Capitulo 2. Fundamentacio Teorica 32

A posicao final dos eletrodos sera obtida conforme a figura 8, a qual

corresponde ao Sistema Internacional 10-20.

Figura 8 — Sistema Internacional 10-20
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Fonte: <https://bio-medical.com/electro-caps.html>. Acesso em: dez. 2017.

De acordo com EPSTEIN (2006), na figura 9, a nomenclatura dos
eletrodos T3, T4, T5 e T6 (terminologia antiga) foram substituidos por T7,

T8 , P7 e P8, respectivamente (terminologia nova).

Figura 9 — Nomenclatura de eletrodos (terminologia nova e antiga)

Mew Old

Fonte: <https://neupsykey.com/clinical-electroencephalography-and-nocturnal-epilepsy/>.
Acesso em: jun. 2018.
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2.1.5 Ondas Cerebrais

As frequéncias de interesse de um EEG em uma andlise clinica e
fisiol6gica estdo na faixa de 0.3 a 30 Hz (ADELI; ZHOU; DADMEHR,

2003).

Na figura 10 e no quadro 2.2, sao apresentados os tipos de ondas

cerebrais, caracteristicas e os formatos registrados no EEG.

Figura 10 — Tipos de ondas cerebrais
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Fonte: (GUYTON; HALL, 2011)
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Quadro 2.2: Caracteristicas dos tipos de ondas.
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Fonte: (GUYTON; HALL, 2011)
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2.1.6 Classificacao dos periodos do EEG

De acordo com Torello (2004 apud KAPCZINSKI, 2004) e Parreira
(2006), as manifestagdoes neurolégicas e psiquiatricas da epilepsia podem

ser classificadas nos seguintes periodos:

e Ictais: ocorre no momento da crise epiléptica propriamente dita;

e Interictais: manifestagoes que ocorrem entre o término de uma crise
e o inicio da préoxima crise. Como nesse periodo nao ha sinal de crise,

este periodo também pode ser denominado linha de base;

e Linhas de base: qualquer periodo no sinal EEG com atividade normal

(equivalente ao interictal).

A figura 11 apresenta esses periodos:

Figura 11 — Classifica¢ao dos periodos de EEG (ADAPTADO)

; Linha de base i i Linha de base ; :
Periodo Interictal I Periodo Ictal | Periodo Interictal Periodo Ictal |

Fonte: (PARREIRA, 2006)

2.1.7 Paroxismos epileptiformes

Paroxismos epileptiformes sdo ondas que possuem caracteristicas
pontiagudas e geralmente com maior amplitude, diferenciando-as das linhas
(atividades) de base (figura 12). Esses paroxismos epileptiformes também
podem ser denominados como“pontas” ou espiculas (do inglés, spikes), ou
como “ondas agudas” (do inglés, sharp waves). O tempo de duracao das
espiculas esta entre 20 e 70 ms. No caso das ondas agudas, a duracao
situa-se acima de 70 e até 200 ms e sao potenciais semelhantes as espiculas
(SCHOMER; SILVA, 2018).
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Figura 12 — Atividade base do EEG versus paroxismo epileptiforme

Paroxismo Epi eptlrﬂm:
Atividade Base

ol |

Fonte: <http://epilepsia.org.br/lasse/mat__didatico/lassel /textos/regina0l.html>. Acesso
em: mar. 2018.

Na figura 13 (A), sdo representadas algumas combinagoes de pontas
com ondas lentas, de ondas agudas com ondas lentas, as polipontas e as
polipontas-ondas lentas, dentro do periodo interictal. Em B), s@o exibidos

os paroxismos epileptiformes dentro do periodo ictal.
Figura 13 — A) Paroxismos epileptiformes interictais; B) Paroxismos epileptiformes ictais
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Fonte: <http://epilepsia.org.br/lasse/mat__didatico/lassel/textos/regina0l.html>. Acesso
em: mar. 2018.

2.2 Extracao de caracteristicas dos sinais

Nesta secao, serao apresentadas as defini¢coes e caracteristicas dos
sinais. Além disso, logo depois, serao mostradas as Transformadas de Fourier,

Fourier de curta duracao e Wavelet.


http://epilepsia.org.br/lasse/mat_didatico/lasse1/textos/regina01.html
http://epilepsia.org.br/lasse/mat_didatico/lasse1/textos/regina01.html
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2.2.1 Sinal

Um sinal é uma funcao que representa uma quantidade ou variavel
fisica. Este sinal contém informacoes sobre o comportamento ou a natu-

reza do fenémeno. Pode-se também definir sinal como um conjunto de
informagoes ou dados (HSU, 2011).

Matematicamente, um sinal é representado por uma fungao temporal

z(t), sendo t uma variavel independente normalmente representando o
tempo (HSU, 2011).

Os sinais podem ser do tipo estacionarios ou nao estacionarios. No
primeiro caso, apresentam os mesmos componentes de frequéncia durante
toda sua duragao, isto é, suas propriedades nao variam substancialmente no
tempo. No segundo tipo, como ocorre com o sinal do EEG, nao apresentam

as mesmas componentes de frequéncia durante sua duragao (OLIVEIRA,
2007; MACEDO, 2011).

Na figura 14, é apresentado um exemplo de um sinal estacionario cuja
frequéncia é constante ao longo do tempo. Na figura 15, mostra um sinal

nao estaciondrio cuja frequéncia varia ao longo do tempo (COSTA, 2017).

Figura 14 — Exemplo de um sinal estacionario com frequéncias de 4 e 8 Hz

2 \ N

025 0,5 0,75 1
Tempo (s)

Fonte: <https://unespaberta.ead.unesp.br/moodle/course/view.php?id=59>. Acesso em:
fev. 2018.


https://unespaberta.ead.unesp.br/moodle/course/view.php?id=59
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Figura 15 — Exemplo de um sinal nao estacionario

X(t) 4

Al
AT

Fonte: <https://unespaberta.ead.unesp.br/moodle/course/view.php?id=59>. Acesso em:
fev. 2018.

2.2.2  Transformada continua de Fourier (FT)

A analise de alguns sinais no dominio do tempo as vezes pode se
tornar muito complexa. Em muitos casos, é necessario fazer a transformacao

do dominio do tempo para o dominio da frequéncia (COSTA, 2017).

Assim sendo, para fazer esta transformacao, deve-se utilizar a Trans-

formada de Fourier (FT). Sua equagdo é dada por:

+00

X(w) =/

—0

x(t) e 7 dt (2.1)
em que z(t) é uma fun¢do do tempo e X (w) é o resultado da transformagao,
no dominio da frequéncia.

A equacao 2.2 apresenta a transformada inversa de Fourier.

1 00 ;
x(t) = o —; X (w) e dw (2.2)

Oliveira (2007) e Costa (2017) apresentam algumas caracteristicas
da FT:

- A FT representa um sinal como uma soma de senos e cossenos;

- Sua aplicacao é indicada para sinais estacionarios, cuja frequéncia nao

muda ao longo do tempo;

- A FT nao é recomendada para sinais nao estacionarios;


https://unespaberta.ead.unesp.br/moodle/course/view.php?id=59
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- A FT permite analisar, de forma adequada, fun¢oes nao periédicas (que

nao se repetem);

- A FT pode ser usada para sinais nao estacionarios, caso se deseja conhecer
apenas quais componentes de frequéncia existem no sinal, mas nao em que

tempo estas ocorrem:;

- Se for necessario saber em qual intervalo de tempo uma componente de
frequéncia ocorre (em qual instante), a transformada de Fourier ndo é a

mais adequada para se usar.

Na figura 16 sao representadas a F'T de um sinal seno e da soma de
sinais senos. Observa-se que a analise no dominio do tempo do sinal da

soma de senos torna-se custosa.

Figura 16 — Transformada de Fourier do sinal seno e da soma de sinais senos
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Fonte: <http://alojamientos.us.es/gtocoma/pid/pid10/Restauracion.htm>. Acesso em:
jan. 2018.


http://alojamientos.us.es/gtocoma/pid/pid10/Restauracion.htm
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2.2.3 Transformada de Fourier de Curta Duracdo (STFT)

A Transformada de Fourier de curta duragao (STFT), nada mais é do
que a F'T realizada em pequenos trechos regulares do sinal analisado. Deste
modo, com a STFT, é possivel analisar sinais nao estacionarios e considerar
cada uma das pequenas divisdes (janelas) como sinais estaciondrios. Como

resultado, a STF'T gera uma funcao de duas variaveis: tempo e frequéncia
(COSTA, 2017).

Um inconveniente da STFT é que se a janela considerada for pequena,
havera muito processamento e pouca informagcao do sinal. Caso contrario, se
a janela for grande, aumentara o erro na consideragao da estacionariedade
do sinal. A janela sempre terd um tamanho fixo (COSTA, 2017).

Ha outras denominagoes para a STFT como, por exemplo, Transfor-

mada de Gabor e Transformada de Fourier de janela deslizante.

A equacao 2.3 apresenta a STFT continua.

+00

S(f.r)= [ a®)wt—7)e M dt (2.3)

Em que w(t — 7) representa a funcao janela.

A equagédo 2.9 apresenta a STEFT para um sinal discreto x[n]| para
k=0,1,...N —1.

X(u, k) = Nz_:l z[n] wln — u] e~ I2k/N (2.4)

n=0
2.2.4 Transformada Wavelet (WT)

O termo “wavelet” significa “pequena onda”. O termo “pequena”
relaciona-se a condi¢ao de que esta funcao é de tamanho finito (suportada
compactamente) (OLIVEIRA, 2007).

A Transformada Wavelet (WT) permite decompor um sinal em dife-
rentes componentes de frequéncias. Essas componentes sao bem localizadas

em tempo (via translagdo) e escala (via dilatagdo/contracao), introduzindo
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assim a analise em tempo-escala. Além disso, ao contrario da STFT que
possui janela de tamanho fixo, a WT terd janela de tamanho variavel (figura
17). A WT também possui varios (infinitos) conjuntos de fungoes bases

(wavelets) possiveis, sendo que a FT possui um tnico conjunto de fungoes
de base (senoidais) (OLIVEIRA, 2007; COSTA, 2017).

Figura 17 — Resolugao no plano tempo-frequéncia via analise (a) STFT (b) Transformada
Wavelet
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Fonte: (OLIVEIRA, 2007)

2.2.4.1 Transformada Wavelet Continua (CWT)

A transformada de wavelet continua decompoe uma funcao definida
no dominio do tempo em outra funcao, definida no dominio do tempo e no

dominio da frequéncia. A equacao 2.5 apresenta a Transformada Wavelet

Continua (CWT).

W(a,b) = — /+Oox(t)\11* (t_b> dt (2.5)

Em que:

W(a,b): é a Transformada Wavelet;

L. yum fator de normalizacdo da energia do sinal;

B

x(t): é um sinal no dominio do tempo;

*: indica um par conjugado complexo;
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a: é a escala, dilatacdo de ¥ (inverso da frequéncia);
b: é o deslocamento de ¥ ao longo do sinal (tempo);
U(t): é a wavelet mae, transladada do valor b e dilatada por um fator a;

Definindo W, ;(t) como:

Vaolt) = 720 (77 (2.6

Pode-se reescrever a transformada como o produto interno das fungoes x(t)
€ \Ifa,b(t)i

)

W(a,b) = (a(t), Wan(t)) = [ a(t) (1) dt (2.7)

Em que:

(x(t), U, p(t)): representa o produto interno.

A funcao U(t) que equivale a Wy (t) foi definida como wavelet mae. As
outras fungoes U, ,(¢) sdo chamadas de “wavelets filhas”. Estas tém a mesma

forma geral que a “wavelet mae”.

Como exemplo, as figuras 18 e 19 apresentam sinais com frequéncias
de 8 Hz e 3000 Hz, respectivamente. Ambos possuem duas descontinuidades
em 0,3 s e 0,72 s e suas CWT se deram por meio da funcao Symlets de
ordem 4 (sym4). Notam-se, nos instantes das descontinuidades, que todos
os coeficientes da CWT (cores) sao afetados no eixo das escalas (inverso
da frequéncia). Além disso, também é possivel observar as caracteristicas
originais dos sinais através destes coeficientes, sendo o primeiro com uma
frequéncia menor (grande valor de escala) e o segundo com uma frequéncia
maior (baixo valor de escala). A figura 20 apresenta um sinal seno de 8 Hz

continuo e sua CWT.
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Figura 18 — Sinal seno de 8 Hz com duas descontinuidades em 0.3 s e 0.72 s e seus

Armplitude

escalas

respectivos coeficientes da CW'T.

Sinal f= Z*sin(Z*pi™a™) com duas descontinuidades em 0.3 s e 072
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Transformada Yavelst do sinal utilizando a fungdio Symlets de ordern 4 (symd)

Fonte: (COSTA, 2017)

Figura 19 — Sinal seno de 3000 Hz com duas descontinuidades em 0.3 s e 0.72 s e seus

respectivos coeficientes da CWT.
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Fonte: (Préprio autor, 2018)
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Figura 20 — Um sinal seno de 8 Hz continuo e seus respectivos coeficientes da CW'T.

Sinal h = Z*sin(Z*pi"e™) sem descontinuidades
I I
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| | |
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Transformada YWavelst do sinal utilizando a fungdo Symlets de ordern 4 (symd)

escalas

Fonte: (Préprio autor, 2018)

2.24.2 Transformada Wavelet Discreta (DWT)

A CWT apresenta problemas intrinsecos, como redundéncia e dificil
implementagao pratica, enquanto a discretizagdo da wavelet (DWT) torna
possivel a sua implementacao computacional e a consequente analise de
dados (COSTA, 2017).

O uso da DWT permite a discretizacao da wavelet numa escala
baseada em poténcia de 2, ou seja, na escala 2/, chamada de escala didatica.
O uso dessa escala torna a implementacao computacional rapida e a anélise
dos dados eficiente. Portanto, os parametros a e b da equacao 2.5 sao
substituidos por 2/ e k2/, respectivamente. A equacdo 2.8 apresenta a
Transformada wavelet discreta (DWT) (COSTA, 2017).

DWT(ik) = [ X)Wt dt = — [ x(t) v (t _;27) dt
(2.8)

Em que:
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X(t) =[x, 21, ..., Xn_1]: é a funcao discreta no tempo;

DWT(j,k): é a Transformada Wavelet Discreta;

U(t): é a wavelet mae, transladada do valor k27 e dilatada por um fator 2/;
*. indica um par conjugado complexo;

U, x(t): é a wavelet filha.

A DWT pode ser considerada como um par de filtros, sendo um
passa-altas (g[n]) e o outro passa-baixas (h[n]), conforme figuras 21 e 22. A
frequéncia de corte serd a metade da frequéncia maxima do sinal original. A
cada nivel, o sinal original (discreto) é decomposto em dois sinais. O sinal que
contém as altas frequéncias, que passou pelo filtro passa-altas, é designado
de coeficiente de detalhe. O sinal que contém as baixas frequéncias, que

passou pelo filtro passa-baixas, é conhecido como coeficiente de aprorimagdao
(SANCHEZ, 2008; NEGRI; MEDEIROS, 2014).

Figura 21 — Diagrama de blocos da anélise de filtros

—| g[n]

x[n] h[n] —@—b Detail coefficients

Fonte: <https://en.wikipedia.org/wiki/Discrete_wavelet__transform>. Acesso em: abr.
2018.

Approximation coefficients
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Figura 22 — Um banco de filtros de 3 niveis
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Fonte: <https://en.wikipedia.org/wiki/Discrete_wavelet_transform>. Acesso em: abr.

2018.

2.2.43 Familias Wavelet

Existem varias familias wavelets que se diferenciam por seus formatos

de ondas e nas caracteristicas de resposta em frequéncia e fase (SANCHEZ,

2008). As fungoes de aproximacao e detalhe também geram respostas
diferentes para cada familia (NEGRI; MEDEIROS, 2014). A Figura 23

apresenta as quatro familias wavelet mais utilizadas.

Figura 23 — Familias Wavelet: (a) Coiflet; (b) Daubechies; (¢) Haar; (d) Symmlet.
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Fonte: (NEGRI; MEDEIROS, 2014)

3

O eixo horizontal das ondas corresponde ao dominio do tempo enquanto o

eixo vertical representa a amplitude das Wavelets.
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2.3 Maquinas de Vetores de Suporte - SVM

Nesta secao, serao apresentados os conceitos e as caracteristicas do
algoritmo de aprendizado de maquina denominado Maquina de Vetores de
Suporte (SVM), que vem do inglés Support Vector Machine. Em seguida,
serd apresentado o funcionamento basico do SVM e suas respectivas equacgoes

matematicas.

2.3.1 Introducao

A Maquina de Vetores de Suporte (SVM), baseada na Teoria da
Aprendizagem Estatistica, foi proposta por Vladimir N. Vapnik, em 1963.
Este algoritmo foi elaborado com o intuito de resolver problemas de classi-
ficacoes de padroes, especialmente para classificagoes binarias em que os
dados sao sempre classificados em apenas duas classes (CORTES; VAPNIK,
1995; HAYKIN, 1998; KOWALCZYK, 2017).

A SVM ¢é implementada pelo método de minimizagao estrutural.
Este principio indutivo considera que a taxa de erro de um algoritmo de
aprendizagem com base em dados de teste ¢é limitada pela soma da taxa de
erro de treinamento e por um termo que depende da dimensao de Vapnik-
Chervonenkis (V-C); no caso de padroes separaveis, o SVM produz um valor
de zero para o primeiro termo e minimiza o segundo (CORTES; VAPNIK,
1995; HAYKIN, 1998).

O aprendizado da SVM ¢é considerado como um aprendizado super-
visionado, pois, para o seu treinamento, necessita de um “professor” para
indicar se um determinado dado de treinamento se enquadra em uma classe
ou em outra. Depois deste treinamento, este classificador consegue predizer

(prever) a classe de novas entradas, excluindo-se as anteriormente utilizadas
para o treinamento (CORTES; VAPNIK, 1995; KOWALCZYK, 2017).

Para dados linearmente separaveis, esta técnica busca a criagao de um
hiperplano otimo como superficie de decisao, ou seja, uma fronteira linear

com separacao maxima para estes dados. Ja para dados nao-linearmente
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separaveis, utiliza-se uma func¢do de kernel para tornar o conjunto mapeado
em linearmente separavel transformando num espaco com mais dimensoes.
Além disso, esta técnica é considerada altamente robusta, pelo fato de poder
trabalhar com dados com muitas dimensoes. (CORTES; VAPNIK, 1995;
KOWALCZYK, 2017).

2.3.2 Funcionamento basico da SVM
2.3.2.1 Dados linearmente separaveis

No processamento do algoritmo SVM, sao geradas diversas retas
(hiperplanos) que dividem as duas classes (circulos azuis e quadrados verme-
lhos), apresentadas na figura 24. O objetivo do algoritmo SVM é determinar
qual reta é a melhor para se obter um hiperplano de separagao com margem

méxima (hiperplano 6timo).

Figura 24 — Diversos hiperplanos gerados pelo SVM
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Fonte: <https://docs.opencv.org/2.4/doc/tutorials/ml/introduction__to_svm/

introduction to svm.html>. Acesso em: fev. 2018.

Durante o treinamento da SVM que, ocorre no seu processamento,
sao definidas duas retas paralelas com base nos vetores de suporte (figura
25). E, a partir destas duas retas paralelas, o hiperplano 6timo sera definido

distanciando-as com a mesma margem.


https://docs.opencv.org/2.4/doc/tutorials/ml/introduction_to_svm/introduction_to_svm.html
https://docs.opencv.org/2.4/doc/tutorials/ml/introduction_to_svm/introduction_to_svm.html
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Figura 25 — Vetores de suporte para a construgao do hiperplano étimo

Fonte: <https://docs.opencv.org/2.4/doc/tutorials/ml/introduction_to_svm/
introduction to svm.html>. Acesso em: fev. 2018.

Na figura 26, sao apresentados hiperplanos dividindo dados linear-

mente separaveis em uma, duas e trés dimensoes.

Figura 26 — Hiperplano separando dados linearmente separaveis em 1D, 2D e 3D
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Fonte: <http://edirlei.3dgb.com.br/aulas/ia_ 2014 1/TA_Aula 14 SVM_ 2014.pdf>.
Acesso em: jan. 2018.


https://docs.opencv.org/2.4/doc/tutorials/ml/introduction_to_svm/introduction_to_svm.html
https://docs.opencv.org/2.4/doc/tutorials/ml/introduction_to_svm/introduction_to_svm.html
http://edirlei.3dgb.com.br/aulas/ia_2014_1/IA_Aula_14_SVM_2014.pdf
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2.3.2.2 Dados nao-linearmente separaveis

No caso de dados de treinamento nao linearmente separaveis, utiliza-
se a fungao de kernel, a qual mapeara os dados iniciais para um espaco com

mais dimensoes, tornando-os linearmente separaveis (figura 27 e 28)

Figura 27 — Funcao de kernel mapeando dados de 1 para 2 Dimensoes
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Fonte: <http://edirlei.3dgb.com.br/aulas/ia_2014_1/TA__Aula_14 SVM_ 2014.pdf>.
Acesso em: jan. 2018.

Figura 28 — Funcao de kernel mapeando dados de 2 para 3 Dimensoes
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Fonte: <http://edirlei.3dgb.com.br/aulas/ia_ 2014 1/TA_Aula 14 SVM_2014.pdf>.
Acesso em: jan. 2018.
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2.3.3 Definicoes matematicas
2.3.3.1 Hiperplano 6timo para padrdes linearmente separaveis

Segundo Cortes e Vapnik (1995), Haykin (1998) e Maretto et al.
(2011), quando é considerada uma amostra de treinamento z;, assume-se
que os subconjuntos representados por d; = +1 e d; = —1 sao “linearmente
separaveis” (figura 29 A). A equagdo de uma superficie de decisao na forma

de um hiperplano que realiza esta separacao é:

(w'z 4+b) =0 (2.9)

onde z é um vetor de entrada, w é um vetor peso ajustavel e b é um viés.

Pode-se escrever:

wlz; +b>0,d; =1 (2.10)

wlhz; +b <0, d; =—1 (2.11)

Para um dado vetor de peso w e viés b, a separacao entre o hiperplano
definido na equacgao 2.12 e o ponto de dado mais préximo é denominada
a margem de separagao, representada por p. O objetivo de uma SVM
¢ encontrar o hiperplano particular para qual a margem de separacao
é maxima. Sob esta condicao, a superficie de decisao é referida como o

hiperplano 6timo.

Considerando-se que wy e by representem os valores 6timos do vetor
peso e do viés, o hiperplano 6timo, representando uma superficie de decisao

linear multidimensional no espaco de entrada, é definido por:

(wiz +by) =0 (2.12)
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A funcao discriminante:

g(x) = (wgx + bo) (2.13)

fornece uma medida algébrica da distancia de x até o hiperplano. Dado um
conjunto de treinamento, a questao a resolver ¢ encontrar os parametros

6timos wy e by para o hiperplano 6timo, onde o par satisfaca a restricao:

wi xz; + by > 1, parad; = +1 (2.14)

wépxi + by < 1, parad; = —1 (2.15)

Os pontos de dados particulares (z;,d;) para as quais a equagao
2.14 ou a equacao 2.15 é satisfeita com sinal de igualdade sao chamados
de vetores de suporte. Em termos conceituais, os vetores de suporte sao
aqueles pontos de dados que se encontram mais proximos da superficie de

decisao e sdo, portanto, os mais dificeis de classificar (figura 29 B).

Figura 29 — A) Subconjuntos linearmente separaveis B) Vetores de suporte

Fonte: (MARETTO et al., 2011)
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Considerando a distancia algébrica de um vetor de suporte x(s) ao

hiperplano 6timo

gla(s) _ 1
ol = Twol

r = sed(s) =+1e (2.16)

1

ol

T =

sed(s) =—1 (2.17)

onde o sinal positivo indica que z(s) se encontra no lado positivo do
hiperplano 6timo e o sinal negativo indica que z(s) esta do lado negativo
do hiperplano 6timo. Considerando-se que p represente o valor 6timo da
margem da separacao entre duas classes que constituem o conjunto de

treinamento 7, das equacoes 2.16 e 2.17, resulta que:

p=2r (2.18)
2
p= (2.19)
[[wol

A equacao 2.19 afirma que maximizar a margem de separagao entre
classes ¢ equivalente a minimizar a norma euclidiana do vetor peso wy. Em
resumo, o hiperplano 6timo definido é tinico no sentido de que o vetor peso
wy fornece a maxima separacao entre exemplos positivos e negativos. Esta
condicao 6tima ¢ alcancada minimizando-se a norma euclidiana do vetor

peso wy.

O objetivo do SVM passa a ser encontrar um hiperplano 6timo para
um conjunto de treinamento. O problema de otimizacao restrito a ser

resolvido pode ser formulado como:

di(wlx; +b) > 1 parai=1,2,3 (2.20)
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de maneira que o vetor peso seja minimizado:

o(w) = ;wTw (2.21)

Essa fungao custo () é uma fun¢do convexa de w e, portanto, pode-se

encontrar sempre uma solucao para o seu minimo.

2.3.3.2 Hiperplano étimo para padrdes nao separaveis linearmente

Os padroes nao separaveis linermente sao os casos mais presentes
na vida real, porém, também sao os mais trabalhosos para se definir uma
divisdao em relagao aos padroes linearmente separaveis (CORTES; VAPNIK,
1995; HAYKIN, 1998; MARETTO et al., 2011).

Dado um conjunto de dados de treinamento nao separaveis linear-
mente nao é possivel construir um hiperplano de separacao sem se defrontar
com erros de classificacao. Apesar disso, é possivel encontrar um hiperplano
6timo que minimize a probabilidade de erro de classificacao, calculado sobre

o conjunto de treinamento.

Diz-se que a margem de separagao entre classes é suave se uma

amostra violar a seguinte condicao:

(wha; +b)y; > 1 (2.22)

Nesse ponto, ¢ introduzido um novo conjunto de variaveis escalares
nao negativas, &;, que sao chamadas de variaveis “soltas” e determinam a
superficie de decisao (figura 30); elas medem o desvio de uma amostra da

condicao ideal de separabilidade de padroes.
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Figura 30 — Variaveis soltas

Fonte: (MARETTO et al., 2011)

Para 0 < &, <1, o dado encontra-se dentro da regiao de separacao,
mas no lado correto da superficie de decisao. Para & > 1, ele se encontra no
lado errado do hiperplano de separacao. Os vetores de suporte sao, portanto,

aqueles pontos de dados particulares que satisfazem a equacao:

di(wlz; +b)>1—-¢& parai=1,2,.., N (2.23)

Mesmo se & > 0, a superficie de decisao nao sera alterada. Assim, os
vetores de suporte sdo definidos exatamente do mesmo modo, tanto para o

caso de serem linearmente separaveis, como 0s que nao o sao.

O objetivo passa a ser encontrar um hiperplano de separacao para o
qual o erro de classificacao do proprio conjunto de treinamento é o minimo
possivel. Isso pode ser feito minimizando a funcao 2.24 em relagao ao peso

w:

ol &) = yuTw 7 (L) 224

O parametro v controla o compromisso entre a complexidade da
maquina e o numero de pontos nao-separaveis; por isso, pode ser visto
como uma forma de pardmetro de “regularizacao”. Esse parametro deve ser

otimizado pelo usuario.
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Tem-se agora o problema de encontrar w de tal maneira que se respeite
a restricao da equacgao 2.23 e £ > 0. Fazendo isso, a norma quadrada de w é
tratada como uma quantidade a ser minimizada simultaneamente aos dados
nao separaveis, e nao como uma restricao imposta sobre a minimizacgao do
numero de pontos nao separaveis. O problema de otimizacao para padroes
nao-separaveis assim formulado inclui o problema para padroes linearmente

separaveis como um caso especial.

Esse problema de otimizacao restrita pode ser resolvido pelo método

dos multiplicadores de Lagrange.

1 N N
Em que:
Y1 &1 o
Yi = y,2 i = 6,2 € a; = OfQ (2-26)
YN | 34 oy |

A funcao custo definida em 2.21 se encontra nos dois primeiros termos
desta fungdo de Lagrange (L) (equagao 2.25), mas essa equagdo possui
multiplicadores de restri¢ao, os chamados multiplicadores de Lagrange
(), sendo cada um correspondente a um dado de treinamento. Para
obter a solucao final, as primeiras derivadas parciais sao acertadas para
zero e combinacoes lineares dos dados de treinamento sao obtidas. Os
coeficientes de determinagao (w) podem ser escritos como uma expansao

dos multiplicadores de Lagrange com os respectivos dados de treinamento

(zi):

aL(w’ b’ f, Oé) =W — é\f: omb(ml) =0, .w= % az¢(xl) (227)

(‘3w =1 =1




Capitulo 2. Fundamentacio Teorica 57

IL(w,b,§, )
U3

Entao a solugao 6tima para o vetor peso é dada por:

=¢({—a=0..a=7¢ (2.28)

N
w=> a;p(x;) (2.29)

i=1
onde N é o nimero de vetores de suporte. Um importante resultado desta
aproximacao é que os pesos (w) podem ser escritos como combinagoes
lineares dos multiplicadores de Lagrange com os dados de treinamento
correspondentes (x;). Entao, colocando essa expressao na reta de regressao

original (y = wx 4+ b), o seguinte resultado é obtido:

y= Y aoln) o)+ = S aifoln) 6@} +b (230

=1

onde o produto interno de z; e x é indicado por

{o(x)", o(x)} (2.31)

2.3.3.3 SVM para dados ndo separaveis linearmente

O modelo final pode ser descrito como uma combinacao linear dos
produtos internos entre os dados de treinamento e do novo dado (z). Isso é
importante por duas razoes, sendo elas: a dimensao dos dados nao aparece

no problema e é mais facil permitir regressao nao-linear como uma extensao

da aproximacao linear (CORTES; VAPNIK, 1995; MARETTO et al., 2011).

Por fim, o produto interno dado pela equacao 2.31 é substituido por
uma funcao de kernel K(xi,z). A fungdo de kernel representa a relagao
entre o dado de entrada e a propriedade de saida a ser modelada. Essa
funcao determina tanto o mapeamento nao-linear z — ¢(x), quanto o

produto interno correspondente ¢(z;)T¢(x). Isso leva a seguinte funcio de
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regressao nao-linear:

N
y=> oK (x;x) +b (2.32)
=1

Cada kernel é associado com um parametro especifico. Para as fungoes
polinomiais e de funcao radial de base (RBF), os parametros sdo o grau
do polinémio (d) e a largura da func¢do Gaussiana (o), respectivamente.
Assim, ao invés de calcular um mapeamento especifico para cada dimensao
dos dados, uma funcao de kernel apropriada é selecionada e seu parametro

especifico é otimizado.

A funcao de kernel transforma o espago de entrada em um espaco
de caracteristicas de alta dimensao, onde a solucao do problema pode ser

representada como sendo um problema linear, como mostra a figura 31.

Figura 31 — Mudanca do espaco dos dados pela func¢ao de kernel (¢)
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Fonte: (MARETTO et al., 2011)

A funcao de kernel mais comumente utilizada é a funcao radial de
base (RBF) (MARETTO et al., 2011):

2
K =exp (W) (2.33)

Além disso, existem algumas outras funcoes de kernel, como a Poli-

nomial, Linear e Sigmoide.
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Enquanto o produto interno kernel é uma medida de similaridade
entre dois vetores, o kernel RBF é, conceitualmente, uma medida nao-
linear de similaridade. O ajuste do pardmetro de variancia (¢%) muda a
largura da gaussiana e o grau da nao-linearidade que pode ser modelada.

Conforme o2

é aumentado, o kernel for¢ca o modelo para uma solucgao
linear. A dimensionalidade do espago (oculto) de caracteristicas é feito
propositadamente muito grande para a construcao de uma superficie de
decisdo na forma de um hiperplano naquele espaco. Os parametros 7 e o2

devem ser sintonizados simultaneamente (MARETTO et al., 2011).

A SVM fornece um método para controlar a complexidade do modelo
independentemente da dimensionalidade. Em particular, o problema da
complexidade do modelo ¢é resolvido em um espaco de alta dimensionalidade
usando um hiperplano penalizado definido no espago (oculto) de caracteris-

ticas como a superficie de decisao. O resultado é um bom desempenho de
decisao (MARETTO et al., 2011).

Usando um ntcleo de um produto interno adequado, uma SVM
calcula automaticamente todos os parametros importantes da rede relativos
aquela escolha de niicleo. No caso de uma rede de funcao de base radial,
o nudcleo é uma fungao gaussiana. Para este método de implementacao, o
numero de fungoes de base radial e seus centros e seus pesos sao calculados
automaticamente. Os centros das funcoes de base radial sao definidos pelos
vetores de suporte escolhidos pela estratégia de otimizacao quadratica. Os
vetores de suporte sao tipicamente uma fracao do ntimero total de exemplos
que constituem a amostra de treinamento (MARETTO et al., 2011).
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3 Revisao Bibliografica

Neste capitulo, serao apresentados estudos sobre a utilizacao da
Transformada Wavelet na extracao de caracteristicas de crises epilépticas.
Além disso, serao abordados estudos sobre as aplicagoes das Wavelets na
montagem de vetores de caracteristicas para as etapas de treinamento
e avaliacao dos algoritmos de aprendizado de maquina. Por fim, serao
retratados os casos de classificagao automatica de sinais de EEG, crises

epilépticas e crises nao epilépticas psicogénicas.

3.1 Utilizacao da Transformada Wavelet na deteccao de crises epi-

|épticas

Adeli, Zhou e Dadmehr (2003) analisaram a influéncia de Daubechies
discretas (de ordens 2, 3, 4, 5 e 6) e wavelets harmonicas em registros de EEG
epilépticos. A transformada wavelet foi usada para analisar e caracterizar
descargas epileptiformes na forma de pico de onda de 3 Hz e complexo
de onda em pacientes com crise de auséncia. Por meio da decomposicao
wavelet dos registros de EEG, os recursos transitorios foram capturados com
precisao e localizados no contexto de tempo e frequéncia. Como resultado,
foi concluido que a Daub-4 apresenta os melhores resultados na deteccao de
espiculas-onda. Além disso, ficou evidente que os coeficientes D2 eram mais
adequados a deteccao de espiculas, enquanto os coeficientes D3, a deteccao
de ondas agudas. O banco de dados utilizado foi o do Instituto Nacional de
Disttrbios Neurolégicos e Derrame (NINDS) dos Estados Unidos.

Negri e Medeiros (2014) apresentaram uma técnica utilizada na identi-
ficacao de crises epilépticas em sinais de EEG. Foi utilizada a transformada
wavelet por ser ideal para extrair informagoes contidas em sinais nao estacio-
narios. As duas familias wavelets utilizadas foram Coiflet 1 e a Daubechies 4

pelo fato de se correlacionarem com os paroxismos epileptiformes, bem como
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trés niveis de decomposicao. Para analise do sinal de saida da transformada
wavelet, foi utilizada a limiarizagao, onde quaisquer picos no sinal indica-
riam crise quando superiores ao limiar definido (30%, 50% e 80%). Como
resultado, a taxa de identificacao de crises utilizando Coiflet 1 apresentou
melhor resultado, com 37,32% contra 33,80% da Daubechies 4. O banco
de dados utilizado foi o da PhysioNet de 23 pacientes e nesta pesquisa foi

considerado apenas o primeiro canal (FP1-F7) de cada arquivo.

3.2 Utilizacao de Wavalets e aprendizado de maquina para classi-

ficacdo de sinais de EEG

Chagas (2009) analisou a influéncia da extragido de caracteristicas
utilizando coeficientes wavelet (Haar, Daub-2 e Daub-4) para classifica¢ao de
subconjuntos de um conjunto de sinais de EEG, utilizando como classificador
a Maquina de Vetores de Suporte e algumas de suas variantes. O foco da
pesquisa nao era identificar uma doenca especifica e sim distinguir elementos
com propriedades diferentes (média, desvio padrao, maximos, minimos,
média das poténcias, média dos valores absolutos e taxa entre sub-bandas),
classificando em qual subconjuntos pertenciam (A, B, C, D ou E). Como
resultado, considerando o experimento de classificacao em multiclasses, a
melhor taxa de acerto foi de 85,8% para a familia Daub-4 usando o kernel
RBEF. A base de dados utilizada foi a do Departamento de Epileptologia do

Hospital Universitario de Bonn.

Kanda (2012) pesquisou se a transformada wavelet Morlet e as téc-
nicas de aprendizagem de maquina, utilizando as maquinas de vetores de
suporte, seriam adequadas para procurar padroes no EEG que diferenci-
assem individuos saudaveis de pacientes com Doenga de Alzheimer (DA),
com base nos atributos (bandas delta, teta, alfa e beta). Como resultado,
na classificacao dos grupos controles e DA, obteve-se Acuracia de 90,74%.
Na identificacdo de um tinico paciente dentre todos os demais se conseguiu
acuracia de 81,01%. Os pacientes eram provenientes do Ambulatério do

Grupo de Neurologia Cognitiva e do Comportamento (GNCC) da Divisao
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de Clinica Neurolégica do HCFMUSP ou foram avaliados pelo grupo do
Laboratério de Eletrencefalografia Cognitiva do CEREDIC HC-FMUSP.

3.3 Utilizacao de Wavelets e aprendizado de maquina para classi-

ficacdo de crises epilépticas

Parreira (2006) apresentou alguns sistemas para melhorar a identifi-
cacao dos sinais de crise epilépticas baseados em técnicas de processamento
de sinais e de inteligéncia artificial. Para a deteccao de eventos patologi-
cos, foram propostas quatro arquiteturas. Na primeira arquitetura, analise
multi-resolugao, foram utilizadas as familias wavelet coiflet (Coif-1) e dau-
bechies (Daub-4) para a extragao de caracteristicas, redes neurais artificiais
e sistema especialista para o reconhecimento dos sinais de crise. Na segunda
arquitetura, estatistica, foi composta por 11 ferramentas estatisticas (média,
variancia, desvio padrao, assimetria, energia nao linear, curtose, compri-
mento da curva, entropia, amplitude maxima, amplitude minima e quarta
poténcia) para extragao de caracteristicas diretamente do sinal para ser
usada em uma rede neural. Na terceira arquitetura, analise multi-resolugao
com modelo auto-regressivo (AR), utilizando rede neural, possuia duas
etapas para extracao de caracteristicas: a wavelet (Daub-4), seguida do
modelo AR. Para essa arquitetura foram utilizados dois modelos AR: “Yule-
Walker'e "Burg". Na quarta arquitetura, modelo hibrido, foram utilizadas as
ferramentas de extragao de caracteristicas no dominio do tempo, freqiiéncia
(FFT) e tempo-freqiéncia (WT - Daub-4), também sendo aplicada em
uma rede neural. Das quatro propostas, a arquitetura hibrida apresentou o
melhor desempenho com uma taxa de acerto de 95,1%, o erro em 4,1% e os
indefinidos em 5,5%. A especificidade foi de 91,5%, a sensibilidade obtida
foi de 90,5% e a precisdo em torno de 91,1%. A base de dados utilizada
foi a da Universidade de Tampere - Finlandia que possuia 9 pacientes (4
canais, 200 Hz de taxa de amostragem, 27 minutos de gravacao e tamanho

da janela de 1 segundo com 200 amostras).

Rosado e Rosa (2016) desenvolveram um algoritmo de detecgao de
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descargas epileptiformes, que processa os sinais de EEG e aplica critérios de
decisao, para inferir se os picos e ondas agudas sao epileptiformes ou nao.
Sao empregadas técnicas de analise de EEG como Transformada Wavelet
(Daub-2, Daub-4, Daub-5, Coif-4 ¢ Symmlet-8) e analise mimética (técnica
de reproduzir o processo de comportamento e decisao de um especialista em
uma forma automatizada), complementada com uma classificacdo baseada
em légica Fuzzy. Os valores médios obtidos para sensibilidade e especifici-
dade foram respectivamente superiores a 80% e 70% utilizando a Daub-2
que apresentou melhores resultados. A base de dados utilizada nao foi

informada.

Satapathy, Jagadev e Dehuri (2017) analisaram o sinal de EEG,
através do processamento deste sinal pela transformada discreta de wavelet
(Daub-2 do nivel 2 a 4). Os dados fornecem cinco conjuntos de sinais EEG.
Cada conjunto contém a leitura de 100 segmentos de EEG de canal tinico

com duracao de 23,6 segundos cada, sendo os seguintes conjuntos:

e Os conjuntos de dados A e B sao considerados a partir de cinco
individuos saudaveis usando um sistema padronizado de colocacao de
eletrodos. O conjunto A contém sinais de sujeitos em repouso com os
olhos abertos. O conjunto B também contém sinal igual a A, mas com

os olhos fechados;

e Os conjuntos de dados C, D e E sao registrados a partir de individuos
epilépticos através de eletrodos intracranianos para atividades epilép-
ticas interictais e ictais. O conjunto D contém segmentos registrados
dentro da zona epileptogénica durante o intervalo livre de convulsées.O
Conjunto C também contém segmentos registrados durante um inter-
valo livre de convulsoes da formagao hipocampal do hemisfério oposto
do cérebro. O conjunto E contém apenas segmentos que sao registrados

durante a atividade de crises.

Para a classificagao, foram definidos os seguintes casos:
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e Caso 1: AeE;
e Caso 2: D e E;

e Caso 3: A+D e E.

Posteriormente, para a distingao destes sinais de EEG como sendo
de pacientes de epilepsia ou nao, foram comparadas as seguintes técni-
cas de aprendizagem de maquina: Multilayer Perceptron Neural Network
(MLPNN), Recurrent Neural Network (RNN), Probabilistic Neural Network
(PNN), Radial Basis Function Neural Network (RBFNN) e méaquina de
vetores de suporte (SVM). Como resultado, a anélise estabeleceu que a
RNN apresentou os piores resultados em todos os casos (caso 3: especifici-
dade = 67,35%, sensibilidade = 66,67% e acuracia = 67,33%). No entanto,
a SVM com kernel RBF apresentou os melhores resultados para os trés
casos com especificidade = 100,00%, sensibilidade = 100,00% e acuracia =
100,00%). A base de dados utilizada foi a do Departamento de Epileptologia

do Hospital Universitario de Bonn.

3.4 Classificacao automatica de crises epilépticas e crises nao epi-

|épticas psicogénicas

Kusmakar et al. (2015) exploraram a influéncia em dez diferentes
musculos dos membros superiores durante crises epilépticas e CNEP, através
da modelagem dessas atividades musculares utilizando um sinal do acelero-
metro. Além disso, também foram utilizados os sinais de Eletromiografia
(EMG) para cada um dos musculos. Com base nessa modelagem, um algo-
ritmo automatizado para classificacao de CNEP foi proposto. O algoritmo
calcula quatro caracteristicas a partir da DW'T (4 niveis de decomposi¢ao
usando a familia Daubechies 5) baseados na poténcia do sinal, entropia de
Shannon, curtose e assimetria de sinal em janelas de 2,56 segundos. Foram
calculados os coeficientes de variacao para cada uma das caracteristicas

e, entao, utilizados para construir um modelo de classificacao usando o
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classificador SVM com kernel “RBF” (pardmetros C' = 1 e v = 0,25).
O algoritmo apresentou os melhores resultados com o musculo Deltoide
Anterior: acurdcia de 88,57%, sensibilidade de 93,33% e especificidade de
85%. Os dados foram coletados de pacientes sob a observacao de VEEG no
Hospital Royal Melbourne, na Austréalia. No total, 34 eventos convulsivos
foram registrados, incluindo 15 crises epilépticas e 19 CNEP. O treinamento
do classificador SVM se deu através da validagao cruzada k-fold (k = 5).

Pippa et al. (2016) analisaram o uso de técnicas de aprendizado
de maquina para classificacdo automatica de eventos epilépticos e nao
epilépticos generalizados (CNEP e sincope vasovagal) com base apenas em
dados de EEG multicanal. Foram extraidos os padroes de sinal em janelas

de 2 segundos.

No dominio do tempo, foram extraidas as seguintes caracteristicas:
valor minimo, valor maximo, média, variancia, desvio padrao, percentis
(25%, 50% - mediana e 75%), intervalo interquartil, desvio absoluto médio,
amplitude, assimetria, curtose, energia, entropia de Shannon, entropia de
energia logaritmica, nimero de maximos locais e minimos locais, taxa de
cruzamento zero. No dominio da frequéncia, foram extraidas as seguintes
caracteristicas: coeficientes do filtro autoregressivo de 6* ordem (AR), den-
sidade espectral de poténcia, freqiiéncia com amplitude maxima e minima,
poténcia da Transformada Wavelet Continua usando symlet 5 Wavelet mae
da escala 25 e 32, poténcia da Transformada Wavelet Discreta com fungao
Wavelet mae Daubechies 16 e nivel de decomposicao igual a 8. Isso resultou
em b5 variaveis para cada um dos 21 canais EEG, produzindo um vetor de

caracteristica de dimensionalidade igual a 1155 no total.

Diversos algoritmos de classificacao foram explorados e avaliados em
EEG de 11 individuos. Devido ao grande niimero de caracteristicas, antes
da classificacao dos dados, foi utilizado o algoritmo de selecao de atribu-
tos ReliefF, o qual faz com que atributos importantes devem diferenciar
exemplos de classes diferentes e possuir valores similares para exemplos

da mesma classe. Os modelos de classificagao utilizando subconjuntos de
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caracteristicas obtiveram maior acuracia quando comparados com os mo-
delos usando todas as caracteristicas. Antes da utilizagao do algoritmo
ReliefF, foram obtidas as seguintes acuracias: 86% (Rede Bayesiana), 83%
(Random Committee), 74% (Random Forest), 69% (IBk) e 68% SMO (SVM
com kernel RBF), para classificacdo bindaria (epiléptica versus CNEP e
sincope vasovagal). Apds o uso do algoritmo, as acuracias foram: 95% (Rede
Bayesiana), 92% (Random Committee), 87% (Random Forest), 86% (IBk)
e 87% SMO (SVM com kernel RBF).

No caso especifico de classificagao entre crises epilépticas e crises
nao epilépticas psicogénicas utilizando o classificador Rede Bayesiana com
10 caracteristicas (nao informadas), foram alcancados valores de 96% de
acurdcia, 96% de sensibilidade e 100% de especificidade. Das amostras
utilizadas, foram 123 amostras de crises epilépticas e 19 de CNEP (5
pacientes com CNEP e 4 com CE).

A avaliacao foi realizada em uma configuracao de validagao cruzada
leave-one-out (1 paciente para avaliagdo e o restante para treinamento). A
base de dados foi adquirida do Departamento de Neurofisiologia Clinica e

Epilepsias no Hospital St. Thomas em Londres de 11 pacientes.

Ahmadi et al. (2018) estudou a aplicacao do Algoritmo Competitivo
Imperialista (ICA) em classificagdo de crises epilépticas e crises nao epilépti-
cas psicogénicas (PNES). Para isso, apdés a decomposicao do sinal EEG em
cinco sub-bandas através da Transformada Wavelet (familia ndao informada),
foram extraidas cinco caracteristicas: Entropia de Shannon (ShE), Entropia
espectral (SE), Entropia de Rényi (RE), Dimensao fractal de Higuchi (DH)
e Dimensao fractal de Katz (DKF). Em seguida, o ICA foi aplicado nessas
cinco caracteristicas extraidas para maximizar o desemprenho de classifica-
¢ao no espectro de frequéncias, resultando que a entropia espectral (SE) e
a entropia Renyi (RE) foram as mais importantes das caracteristicas do
sinal EEG ao aplicar em diferentes classificadores. Além disso, foi observado
que os modelos SVM com kernel “RBF” (acuracia de 95,03%) e “Linear”

(acurdcia de 94,89%) obtiveram os melhores desempenhos em comparagao
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com outros classificadores: Aumento de Gradiente (acuracia de 93,72%),
Random Forest (acurdcia de 88,89%) e Arvore de Decisdo (acuracia de
87,11%). Os dados experimentais utilizados neste trabalho foram obtidos
do Hospital da Universidade de Ghent (Hospital UZ Gent), na Bélgica. As
gravacoes do sinal EEG, utilizando 27 canais, foram obtidas a partir de
20 pacientes com epilepsia e 20 com PNES. Do total de pacientes (40),
32 foram utilizados para o treinamento e 8 para a avaliacao, dividindo de

forma aleatoria e repetindo o processo 10 vezes.
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4 Metodologia

Neste capitulo, serao apresentados os métodos utilizados no desenvol-
vimento desta pesquisa com detalhes sobre cada um dos quatro experimentos
realizados. Além disso, também serdo discriminadas as etapas do projeto, a

base de dados utilizada e os procedimentos realizados no software Matlab.

Os quatro experimentos serao os seguintes, utilizando o classificador
SVM:

e Experimento 1: Classificacao de Crises Epilépticas e Crises Nao Epilép-
ticas Psicogénicas utilizando a Transformada Wavelet nos sinais para

trechos de 1 segundo;

e Experimento 2: Classificacao de Crises Epilépticas e Crises Nao Epilép-
ticas Psicogénicas extraindo informagoes diretamente dos sinais para

trechos de 1 segundo;

e Experimento 3: Classificacao de Crises Epilépticas e Crises Nao Epi-
lépticas Psicogénicas utilizando a Transformada Wavelet nos sinais

considerando o tempo total de cada uma das crises;

e Experimento 4: Classificacao de Crises Epilépticas e Crises Nao Epi-
lépticas Psicogénicas extraindo informacoes diretamente dos sinais

considerando o tempo total de cada uma das crises;

e Comparacao dos resultados dos experimentos 1 a 4 utilizando a valida-

¢ao cruzada pelo método k-fold.

4.1 Base de dados

Através da parceria do Laboratério de Controle Aplicado do Insti-
tuto Federal de Sao Paulo campus Sao Paulo (LCA-IFSP, 2018) com a
Unidade de Videoeletroencefalografia do Instituto de Psiquiatria do Hospi-
tal das Clinicas da Faculdade de Medicina da Universidade de Sao Paulo
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(IPQ-HCFMUSP, 2018), os arquivos (dados experimentais) de videoeletro-
encefalograma (VEEG) foram disponibilizados e coletados nesta unidade e,

posteriormente, utilizados em quatros experimentos.

No total, foram utilizados os dados de 30 pacientes, conforme tabelas
le2:

Tabela 1 — Pacientes - Crise Nao Epiléptica Psicogénica (CNEP)

Paciente Sexo Idade Quant. de CNEP Quant. de amostras de 1 segundo

1 F 38 17 139
2 M 54 1 124
3 F 50 7 741
4 F 23 3 455
5 F 15 3 360
6 M 39 3 100
7 M 36 1 85
8* F 15 1 11
8* F 17 2 43
9 F 23 2 53
10%* F 35 1 249
11%%* F 32 1 357
Total 42 2717

Fonte: Autoria prépria (2018)
Nota: * mesma paciente, porém os exames ocorreram em periodos distintos

Tabela 2 — Pacientes - Crise Epiléptica (CE)

Paciente Sexo Idade Quant. de CE Quant. de amostras de 1 segundo

12 F 28 3 431
13 F 20 29 1119
14 F 45 2 248
15 F 9 23 1377
16 F 49 1 70
17 F 43 13 1081
18 M 26 2 104
19 M 32 2 120
20 M 28 1 186
21 F 15 2 132
22 F 52 5 410
23 M 52 1 145
24 M 16 3 11
25 F 6 3 49
26 M 57 5 146
27 M 41 2 154
28 M 56 1 99
29 M 34 7 222
30 F 15 5 171
10%* F 35 6 430
11 F 32 1 73
Total 117 6778

Fonte: Autoria prépria (2018)
Nota: ** e *** pacientes apresentaram CNEP e CE
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Para os experimentos 1 e 2, foram considerados os dados da coluna
“Quant. de amostras de 1 segundo” das duas tabelas. Nos experimentos 3 e
4, foram considerados os dados das colunas “Quant. de CNEP” e “Quant.

de CE” também destas duas tabelas.

Na etapa de treinamento e avaliagao da SVM, foram utilizados qua-
tro tipos de kernel: Linear, Polinomial, RBF e Sigmoide. Esses kernels
foram aplicados aos vetores de caracteristicas gerados pela familia Wave-
let Coiflet 1, Daubechies 4 e na extracao direta do sinal sem a utilizagao
da Transformada Wavelet Discreta (DWT). As amostras utilizadas para
treinamento e avaliacao foram selecionadas de forma que sempre fossem
de pacientes distintos. As distribui¢coes dos pacientes estao detalhadas na

secdo 5 (Resultados e Discussoes).

4.2 Caracteristicas do aparelho de Videoeletroencefalografia

Os arquivos contendo as crises epilépticas e crises nao epilépticas psi-
cogénicas foram gerados pelo aparelho de videoeletroencefalografia (VEEG)
das figuras 32 e 33. O tipo de montagem utilizado foi a “Montagem Bipolar
Longitudinal” ou “Montagem Dupla Banana” (figura 34).

Figura 32 — Aparelho de videoeletroencefalografia

Fonte: <https://us.nihonkohden.com/products/eeg-1200/>. Acesso em: jun. 2018.


https://us.nihonkohden.com/products/eeg-1200/
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Figura 33 — Neurofax EEG-1200 (JE-921A)
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Fonte: <https://br.nihonkohden.com/sites/default/files/u21/8321 EEG1200JK_En_S.
pdf>. Acesso em: jun. 2018.

Figura 34 — Montagem bipolar longitudinal ou “montagem dupla banana”

Fonte: <https://neupsykey.com/clinical-electroencephalography-and-nocturnal-epilepsy/
>. Acesso em: jun. 2018.

Em seguida, sao apresentadas as suas caracteristicas no quadro 4.1.


https://br.nihonkohden.com/sites/default/files/u21/8321_EEG1200JK_En_S.pdf
https://br.nihonkohden.com/sites/default/files/u21/8321_EEG1200JK_En_S.pdf
https://neupsykey.com/clinical-electroencephalography-and-nocturnal-epilepsy/
https://neupsykey.com/clinical-electroencephalography-and-nocturnal-epilepsy/
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Quadro 4.1: Caracteristicas do aparelho de Videoeletroencefalografia

Caracteristicas Descricao
Fabricante Nihon Kohden
Modelo Neurofax EEG-1200 (JE-921A)
Software NeuroWorkbench - EEG-1200 - Ver.08-10
Frequéncia de amostragem (Fs) 200 Hz (200 amostras por segundo)
Filtro passa-faixa 0,3 a 35 Hz
Sensibilidade 7 pV/mm
Formato do arquivo de saida | EDF (EUROPEAN DATA FORMAT, 2017)
Quantidade de canais utilizados 18
Canal 1 Fpl-F3
Canal 2 F3-C3
Canal 3 C3-P3
Canal 4 P3-01
Canal 5 Fpl-F7
Canal 6 F7-T7
Canal 7 T7-P7
Canal 8 P7-O1
Canal 9 Fp2-F4
Canal 10 F4-C4
Canal 11 C4-P4
Canal 12 P4-02
Canal 13 Fp2-F8
Canal 14 F8-T8
Canal 15 T8-P8
Canal 16 P8-02
Canal 17 Fz-Cz
Canal 18 Cz-Pz

Fonte: Autoria prépria (2018)

4.3 Filtragem do sinal

Através do software NeuroWorkbench (figura 35), os sinais em cada
um dos 18 canais foram filtrados por um filtro passa-faixas permitindo a
passagem de frequéncias entre 0,3 e 35 Hz. Este procedimento ocorreu antes

da geracao dos arquivos de EEG do tipo EDF.
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Figura 35 — Tela principal do software NeuroWorkbench
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Fonte: (Préprio autor, 2018)

Além disso, este procedimento também ocorre, pois as manifesta-
coes das crises registradas em EEG geralmente variam entre 0,5 a 30 Hz
(PARREIRA, 2006).
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4.4 Experimento 1:
Classificacao de Crises Epilépticas e Crises Nao Epilépticas Psi-
cogeénicas utilizando a Transformada Wavelet nos sinais para
trechos de 1 segundo.
Neste experimento, foi utilizada a DW'T em intervalos de 1 segundo.

Foram considerados os dados da coluna “Quant. de amostras de 1 segundo”

das tabelas 1 e 2.

Com base na figura 36, serao descritas as etapas deste experimento:

Figura 36 — Etapas - Experimento 1
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Fonte: (Préprio autor, 2018)

Etapa 1: Leitura do arquivo EDF

Os arquivos de EEG, com formato do tipo EDF, foram carregados
no software MATLAB (2010b), por meio da funcao edfRead (MATLAB,
2010a). Com este comando, foram selecionados somente os primeiros 18

canais de interesse, conforme apresentado no Apéndice A

Pelo fato de os arquivos originais conterem toda a gravagao, inclusive
de intervalos em que nao ocorreram as crises (interictais), foi necessario

separar os intervalos das crises (ictais) de cada um dos arquivos de EEG dos
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pacientes, previamente identificados pela médica especialista Dra. Maria
Sigride Thomé de Souza da Unidade de Videoeletroencefalografia(VEEG) do
Instituto de Psiquiatria do Hospital das Clinicas da Faculdadede Medicina
da Universidade de Sao Paulo (IPq-HCFMUSP).

Etapa 2: Janelamento do sinal

O janelamento retangular do sinal ocorre a cada 1 segundo com
200 amostras por segundo (frequéncia de amostragem = 200 Hz). Este
janelamento de 1 segundo se deve ao fato de que os periodos de EEG
patologicos geralmente possuem espiculas com duragao entre 20 e 70 ms e
ondas agudas que variam entre 70 e 200 ms. Logo, este intevalo de tempo do

janelamento fornece todas as caracteristicas necessarias para a identificagao
dos padroes epileptogénicos (PARREIRA, 2006).

Etapa 3: Transformada Wavelet Discreta (DWT)

Nesta etapa, os sinais foram decompostos pela DWT em 5 niveis
para cada uma das familias utilizadas. Essas familias sao: Daubechies 4
(Daub-4) e Coiflet 1 (Coif-1), representadas na figura 37. Estas duas familias
e os b niveis de decomposicao foram considerados com base nos estudos do

capitulo 3.

Figura 37 — Formato da wavelet Coifl (esquerda) e formato da wavelet Daub4 (direita)
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Fonte: (NEGRI; MEDEIROS, 2014)

A anadlise pela DW'T ocorreu por meio da Wavelet Toolbox disponivel
para MATLAB (2010b) através do comando “wavemenu” dentro do Comand
Window (figura 38 e 39). Foi utilizada a opgao Wavelet 1-D.
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Figura 38 — Menu principal do Wavelet Toolbox do MATLAB
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Fonte: (MATLAB, 2010b)

Figura 39 — Importacao do sinal de EEG de 18 canais do Workspace do para o Wavelet
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Fonte: (MATLAB, 2010b)

Através da DW'T, devido aos 5 niveis de decomposicao, sao gerados
cinco coeficientes de detalhe (D1, D2, D3, D4 e D5) e um coeficiente de

aproximacao (A5), para cada uma das familias wavelet (figuras 40 e 41).
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Figura 40 — Exemplo de um sinal decomposto em 5 niveis pela familia Daubechies 4
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Figura 41 — Coeficientes gerados pela decomposicao de um sinal em 5 niveis pela familia
Daubechies 4
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Entretanto, para agilizar esta etapa, foi utilizado o codigo do Apéndice

B que obtém os mesmos resultados.
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Etapa 4: Vetores de Caracteristicas

Baseando-se nos valores gerados em cada um dos seis coeficientes (A5,
D5, D4, D3, D2 e D1) da Transformada Wavelet Discreta dos 18 canais,
a cada 1 segundo foram criados dois vetores com 30 caracteristicas. Um
vetor foi formado a partir da familia Daubechies 4 e o outro pela Coiflet 1

(Apéndice B). O formato de cada vetor de caracteristicas foi o seguinte:

[mediaA5, mediaD5, mediaD4, mediaD3, mediaD2, mediaD1, desvpadAb5,
desvpadD5, desvpadD4, desvpadD3, desvpadD2, desvpadD1, maximoAb5,
maximoD5, maximoD4, maximoD3, maximoD2, maximoD1, minimoAb5,

minimoD5, minimoD4, minimoD3, minimoD2, minimoD1]
Em que:

e mediaAb = média entre os valores do coeficiente Ab
e desvpadAb = desvio padrao entre os valores do coeficiente Ab
e maximoAbH = valor maximo entre os valores do coeficiente A5

e minimodAb = valor minimo entre os valores do coeficiente A5

Em seguida, de acordo com Chang e Lin (2011), os vetores de carac-

teristicas foram normalizados em intervalos entre —1 a +1, para melhor
desempenho do classificador SVM (Apéndice D).

Estes vetores de caracteristicas normalizados foram utilizados como
entrada no classificador SVM, tanto para a etapa de treinamento, quanto a

de teste.
Etapa 5: Classificador SVM

O classificador SVM foi treinado e avaliado com base nos vetores
de caracteristicas normalizados gerados na etapa anterior. A escolha do

conjunto de treinamento e avaliagao se deram de forma aleatoria.
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Os kernel utilizados do classificador do SVM foram os seguinte:

e Linear

e Polinomial
e Funcao de Base Radial (RBF)

e Sigmoide

Apoés o treinamento, o classificador ira rotular uma nova amostra
(janela) do EEG em CNEP [—1] ou CE [+1].Toda esta etapa, descrita no
Apéndice D, foi realizada utilizando a ferramenta LIBSVM (CHANG; LIN,
2011) disponivel para o software MATLAB (2010b).

Finalmente, através de andlise estatistica, foram realizadas as conclu-
soes com base nos resultados fornecidos pelo MATLAB. Foram calculadas a
Acurécia (precisao), Sensibilidade e Especificidade. Em seguida, comparadas

com outros trabalhos.
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4.5 Experimento 2:
Classificacao de Crises Epilépticas e Crises Nao Epilépticas Psi-
cogénicas extraindo informacdes diretamente dos sinais para
trechos de 1 segundo.
A titulo de comparagao com o experimento 1, os valores foram extrai-

dos diretamente do sinal sem a utilizacao da DW'T. Foram considerados os

dados da coluna “Quant. de amostras de 1 segundo” das tabelas 1 e 2.
Com base na figura 42, serao descritas as etapas deste experimento:

Figura 42 — Etapas - Experimento 2
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registrados nos 18 canais CNEP

Selegio dos - Desvio Padrdo entre os valores
trechos com crises registrados nos 18 canais Classificador SVM
Leitura do Eb para os 18 canais I:> - Maimo emtre os valores [treinamento e
arquivo EDF registrados nos 18 canais teste)

PR - Minimo entre os valores

(janelamento) a registrados nos 18 canais

cadla 1 selgundo Total: 4 caracteristicas para cada 1 CrLr‘e
das crises segundo Epiléptica

200 amostras por (CE)
segundo

Normalizagdo dos Vetores de
Caracteristicas

Fonte: (Préprio autor, 2018)

Etapa 1: Leitura do arquivo EDF

Mesmo procedimento da etapa 1 do experimento 1.
Etapa 2: Janelamento do sinal

Mesmo procedimento da etapa 2 do experimento 1.
Etapa 3: Vetores de Caracteristicas

Baseando-se nos valores registrados nos 18 canais, a cada 1 segundo

foi criado um vetor com 4 caracteristicas no seguinte formato:
[media-canais, desvpad-canais, maximo-canais, minimo-canais|

Em que:

e media-canais = média entre os valores registrados nos 18 canais
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e desvpad-canais = desvio padrao entre os valores registrados nos 18

canais

e maximo-canais = valor maximo entre os valores registrados nos 18

canais

e minimod-canais = valor minimo entre os valores registrados nos 18

canais

Os demais procedimentos desta etapa foram semelhantes da etapa 4

do experimento 1 com pequenas modificagdes (Apéndice C).
Etapa 4: Classificador SVM

Mesmo procedimento da etapa 5 do experimento 1.
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4.6 Experimento 3:

Classificacao de Crises Epilépticas e Crises Nao Epilépticas Psi-

cogeénicas utilizando a Transformada Wavelet nos sinais consi-

derando o tempo total de cada uma das crises.

Neste experimento todas as etapas foram idénticas ao experimento 1

(figura 43), porém foi considerado o tempo total de cada crise e ndo mais

amostras de 1 segundo. Foram considerados os dados das colunas “Quant.
de CNEP” e “Quant.de CE” das tabelas 1 e 2.

Selecio dos
trechos com crises
Leitura do I:> para os 18 canais
arquivo EDF considerando o
tempo total de
cada crise

Figura 43 — Etapas - Experimento 3
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(D1, D2, D3, D4 e D5) e
coeficientes de
aproximacdo (A5) entre
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»

Vetores de caracteristicas

- Média para cada um dos
coeficientes (6 caracteristicas)
- Desvio Padrdo para cada um dos
coeficientes (6 caracteristicas)
- M&ximo para cada um dos
coeficientes (6 caracteristicas)
- Minimo para cada um dos
coeficientes (6 caracteristicas)

Total: 24 caracteristicas para o
tempo total de cada crise

Mormalizagdo dos Vetores de
Caracteristicas

Fonte: (Préprio autor, 2018)

Classificador SVM
{treinamento
teste)

e

CMEP

Crise
Epiléptica
(CE)

Pelo fato de os dados estarem desbalanceados com 117 crises epilépti-

cas e 42 CNEP, foi necessario definir peso “1” para as crises epilépticas e

peso “2,79” para as CNEP durante a fase de treinamento do classificador.

Toda esta etapa, descrita no Apéndice E, foi realizada utilizando a ferra-
menta LIBSVM (CHANG; LIN, 2011) disponivel para o software MATLAB

(2010D).
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4.7 Experimento 4:
Classificacao de Crises Epilépticas e Crises Nao Epilépticas Psi-
cogeénicas extraindo informacdes diretamente dos sinais consi-

derando o tempo total de cada uma das crises.

Neste experimento todas as etapas foram idénticas ao experimento 2
(figura 44), porém foi considerado o tempo total de cada crise e ndo mais
amostras de 1 segundo. O resultado serd comparado com o experimento 3.
Também foram considerados os dados das colunas “Quant. de CNEP” e
“Quant.de CE” das tabelas 1 e 2.

Figura 44 — Etapas - Experimento 4
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Fonte: (Préprio autor, 2018)
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4.8 Validacao dos resultados utilizando a validacao cruzada pelo
método k-fold

Foram calculadas as médias das acuréacias do classificador SVM utili-
zando a validacao cruzada pelo método k-fold para poder avaliar a capa-
cidadede de generalizagao do classificador e comparar com as médias das

acuracias obtidas nos experimentos 1 ao 4.

Na validagao cruzada k-fold (k-cv), um conjunto de dados é dividido
em k partes iguais e o classificador é treinado usando k — 1 partes e, a partir
dessas divisoes, um valor de erro é calculado testando o classificador na

parte restante. Finalmente, a estimativa de erro do k-cv é o valor médio dos
erros cometidos em cada parte (RODRIGUEZ; PEREZ; LOZANO, 2010).

A figura 45 exemplifica um processo de validacao cruzada k-fold com
k= 4.

Figura 45 — Validagao Cruzada pelo método k-fold
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Fonte: <https://en.wikipedia.org/wiki/Cross-validation (statistics)>. Acesso em: jun.
2018.

Esta ferramenta esta disponivel no LIBSVM (CHANG; LIN, 2011).


https://en.wikipedia.org/wiki/Cross-validation_(statistics)
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5 Resultados e Discussoes

Nesta etapa de treinamento e avaliacao da SVM, foram utilizados
quatro tipos de kernel: Linear, Polinomial, RBF e Sigmoide. Esses kernels
foram aplicados aos vetores de caracteristicas gerados pela familia Wavelet
Coiflet 1, Daubechies 4 e na extracao direta do sinal sem a utilizagao
da Transformada Wavelet Discreta (DWT). As amostras utilizadas para
treinamento e avaliacao foram selecionadas de forma que sempre fossem de
pacientes distintos, referentes as tabelas 1 e 2 da subsecao 4.1. Do item 1
ao 9 das tabelas, o nimero de amostras de treinamento (7T) ird evoluir de

forma decrescente e de avaliagdo (A) de forma crescente.

5.1 Experimentos 1 e 2 - janelas de 1 segundo das crises

A subsecao 5.1 considera os vetores de caracteristicas gerados pelas

janelas de 1 segundo das crises.

5.1.1 SVM kernel Linear

Baseando-se nas tabelas 3, 4 e 5, foram gerados os graficos da figura
46 que representam as médias do item 1 ao 9 da Acuréacia, Sensibilidade
e Especificidade de acordo com os vetores de caracteristicas gerados pela
Coifl, Db4 e extracao direta. “T” foi a etapa de treinamento e “A” a etapa

de avaliagao.

Tabela 3 — Resultados das Previsoes: SVM kernel Linear - Wavelet Coifl - Exp. 1

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 1a9 10 a 11 12 a 29 30, 10 a 11 100,00 100,00 100,00
2 lag8 9all 12a27 28a30,10a 1l 100,00 100,00 100,00
3 laT7 8all 12a25 26a30,10all 100,00 100,00 100,00
4 lab 7all 12a23 24a30,10a 1l 100,00 100,00 100,00
5 lab 6all 12a21 22a30,10a 11 100,00 100,00 100,00
6 lad 5all 12a19 20a30,10a 11 100,00 100,00 100,00
7 la3 4all 12a 17 18 a 30,10 a 11 100,00 100,00 100,00
8 la?2 Jall 12a15 16a30,10a 1l 100,00 100,00 100,00
9 1 2all 12a13 14a30,10a 11 100,00 100,00 100,00

Fonte: Autoria prépria (2018)
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Tabela 4 — Resultados das Previsoes: SVM kernel Linear - Wavelet Db4 - Exp. 1

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 l1a9 10 a 11 12 a 29 30,10 a 11 100,00 100,00 100,00
2 lag8 9all 12a27 28a30,10a 11 100,00 100,00 100,00
3 la7 8all 12a25 26a30,10a 11 100,00 100,00 100,00
4 laé6 7Tall 12a23 24a30,10a 11 100,00 100,00 100,00
5 lab 6all 12a21 22a30,10a 11 100,00 100,00 100,00
6 lad 5all 12a19 20a30,10a 11 100,00 100,00 100,00
7 la3 4all 12a17 18 a30,10a 11 100,00 100,00 100,00
8 la?2 Jall 12a15 16a30,10a 11 99,98 100,00 99,96
9 1 2all 12a13 14a30,10a 11 99,99 100,00 99,96

Fonte: Autoria prépria (2018)

Tabela 5 — Resultados das Previsoes: SVM kernel Linear - Extracao direta - Exp. 2

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 la9 10a 11 12 a 29 30,10 a 11 52,66 100,00 0,00
2 la8 9all 12a27 28 a30,10a 11 60,16 100,00 0,00
3 laT7 8all 12a25 26a30,10a 11 64,49 100,00 0,00
4 lab6 7Tall 12a23 24a30,10a 11 62,94 100,00 0,00
5 lab 6all 12a21 22a30,10a 11 68,02 100,00 0,00
6 la4 5all 12a19 20a30,10a 11 63,91 100,00 0,00
7 la3 4all 12a17 18 a30,10a 11 58,87 100,00 0,00
8 la?2 Jall 12a15 16a30,10a 11 59,48 100,00 0,00
9 1 2all 12a13 14a30,10a 11 66,97 100,00 0,00

Fonte: Autoria prépria (2018)

Figura 46 — Média das previsoes - SVM kernel Linear - Janelas 1 segundo
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Fonte: (Préprio autor, 2018)

No gréafico da figura 46, as médias das acuracias (taxas de acerto

de CE e CNEP) tanto na Coifl quanto na Db4 apresentaram os melhores
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resultados chegando a 100%. A extracao direta do sinal apresentou o pior
resultado com 61,94%.

A sensibilidade, relacionada a crise epiléptica (CE), ou seja, a chance
de a SVM classificar uma amostra como verdadeiro positivo (41) na presenca

da doenca, nos trés casos, apresentou resultados iguais a 100%.

A especificidade, relacionada a CNEP, ou seja, a chance de a SVM
classificar uma amostra como verdadeiro negativo (-1) na auséncia da
doenca, resultou em 100% para a Coifl e Db4 muito préximo a este valor.

A extracao direta do sinal ndo conseguiu identificar nenhuma CNEP.

Com isso, no geral, a Coifl e Db4 apresentaram bons resultados
em 100% na acurécia, sensibilidade e especificidade. A extracao direta

do sinal apresentou os piores resultados, pois apesar de ter conseguido
identificar 100% (sensibilidade) das CE, nao identificou nenhuma CNEP
(0% de especificidade).

Portanto, atesta-se que este kernel é adequado para a diferenciagao
entre CE e CNEP utilizando as familias Wavelets Coifl e Db4, baseado na

configuracao dos vetores de caracteristicas utilizados.

5.1.2 SVM kernel Polinomial

Baseando-se nas tabelas 6, 7 e 8, foram gerados os graficos da figura
47 que representam as médias do item 1 ao 9 da Acuréacia, Sensibilidade
e Especificidade de acordo com os vetores de caracteristicas gerados pela
Coifl, Db4 e extragao direta. “T” foi a etapa de treinamento e “A” a etapa

de avaliagao.
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Tabela 6 — Resultados das Previsoes: SVM kernel Polinomial - Wavelet Coifl - Exp. 1

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 1a9 10 a 11 12 a 29 30, 10 a 11 52,66 100,00 0,00
2 lag8 9all 12a27 28a30,10a 1l 60,22 100,00 0,15
3 laT7 8all 12a25 26a30,10all 65,89 100,00 3,93
4 lab 7all 12a23 24a30,10a 1l 63,21 100,00 0,75
5 lab 6all 12a21 22a30,10a 11 68,02 100,00 0,00
6 lad 5all 12a19 20a30,10a 11 63,91 100,00 0,00
7 la3 4all 12a 17 18 a 30,10 a 11 58,87 100,00 0,00
8 la?2 Jall 12a15 16a30,10a 11 59,48 100,00 0,00
9 1 2all 12a13 14a30,10a 11 66,97 100,00 0,00

Fonte: Autoria prépria (2018)

Tabela 7 — Resultados das Previsoes: SVM kernel Polinomial - Wavelet Db4 - Exp. 1

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 la9 10a 11 12 a 29 30,10 a 11 52,66 100,00 0,00
2 lag8 9all 12a27 28 a30,10a 11 60,70 100,00 1,37
3 laT7 8all 12a25 26a30,10a 11 64,84 100,00 0,98
4 laé6 7Tall 12a23 24a30,10a 11 63,21 100,00 0,75
5 lab 6all 12a21 22a30,10a 1l 68,02 100,00 0,00
6 lad 5all 12a19 20a30,10a 11 63,91 100,00 0,00
7 la3 4all 12a17 18 a30,10a 11 58,87 100,00 0,00
8 la?2 Jall 12a15 16a30,10a 11 59,48 100,00 0,00
9 1 2all 12a13 14 a30,10a 11 66,97 100,00 0,00

Fonte: Autoria prépria (2018)

Tabela 8 — Resultados das Previsoes: SVM kernel Polinomial - Extracao direta - Exp. 2

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 la9 10 a 11 12 a 29 30, 10 a 11 52,66 100,00 0,00
2 las8 9all 12a27 28a30,10a 1l 60,16 100,00 0,00
3 lav 8all 12a25 26a30,10a 1l 64,49 100,00 0,00
4 lab 7all 12a23 24a30,10a 11 62,94 100,00 0,00
5 lab 6all 12a21 22a30,10a 11 68,02 100,00 0,00
6 lad 5all 12a19 20a30,10a 11 63,91 99,96 0,08
7 la3 4all 12a17 18 a 30,10 a 11 58,87 100,00 0,00
8 la?2 Jall 12a15 16a30,10a 11 59,48 100,00 0,00
9 1 2all 12a13 14a30,10a 11 67,00 100,00 0,08

Fonte: Autoria prépria (2018)
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Figura 47 — Média das previsdes - SVM kernel Polinomial - Janelas 1 segundo
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Fonte: (Préprio autor, 2018)

No geral, foi observado que a utilizacao do kernel Polinomial apesar
de conseguir identificar 100% dos casos de CE (sensibilidade), nao conse-
guiu identificar nenhum dos casos de CNEP (especificidade), gerando uma

acuracia baixa em torno de 62%.

Sendo assim, atesta-se que este kernel nao é adequado para a di-
ferenciacao entre CE e CNEP, baseado na configuracao dos vetores de

caracteristicas utilizados.

5.1.3 SVM kernel RBF

Baseando-se nas tabelas 9, 10 e 11, foram gerados os graficos da figura
48 que representam as médias do item 1 ao 9 da Acuracia, Sensibilidade
e Especificidade de acordo com os vetores de caracteristicas gerados pela
Coifl, Db4 e extracao direta. “T” foi a etapa de treinamento e “A” a etapa

de avaliacao.
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Tabela 9 — Resultados das Previsoes: SVM kernel RBF - Wavelet Coifl - Exp. 1

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 1a9 10 a 11 12 a 29 30, 10 a 11 100,00 100,00 100,00
2 lag8 9all 12a27 28a30,10a 1l 99,88 99,90 99,85
3 laT7 8all 12a25 26a30,10all 99,65 99,61 99,72
4 lab 7all 12a23 24a30,10a 1l 99,30 99,70 98,62
5 lab 6all 12a21 22a30,10a 11 99,43 99,74 98,78
6 lad 5all 12a19 20a30,10a 11 99,23 99,46 98,81
7 la3 4all 12a 17 18 a 30,10 a 11 99,69 99,84 99,47
8 la?2 Jall 12a15 16a30,10a 11 100,00 100,00 100,00
9 1 2all 12a13 14a30,10a 11 100,00 100,00 100,00

Fonte: Autoria prépria (2018)

Tabela 10 — Resultados das Previsdes: SVM kernel RBF - Wavelet Db4 - Exp. 1

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 la9 10 a 11 12 229 30,10 a 11 99,84 99,70 100,00
2 la8 9all 12227 28a30,10a 11 99,76 99,80 99,70
3 la7 8all 12225 26a30,10a 1l 99,55 99,46 99,72
4 laé6 7Tall 12a23 24a30,10a1l 99,44 99,78 98,87
5 lab 6all 12221 22a30,10a 1l 99,64 99,95 99,00
6 la4 5all 12a19 20a30,10a 11 99,66 99,91 99,21
7 la3 4all 12a17 18 a30,10a 11 99,76 100,00 99,42
8 la?2 3all 12215 16a30,10a 11 99,98 100,00 99,96
9 1 2all 12a13 14a30,10a 11 99,99 100,00 99,96

Fonte: Autoria prépria (2018)

Tabela 11 — Resultados das Previsdes: SVM kernel RBF - Extragao direta - Exp. 2

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 la9 10 a 11 12 a 29 30, 10 a 11 52,66 100,00 0,00
2 las8 9all 12a27 28a30,10a 1l 60,16 100,00 0,00
3 lav 8all 12a25 26a30,10a 1l 64,49 100,00 0,00
4 lab 7all 12a23 24a30,10a 11 62,98 100,00 0,13
5 lab 6all 12a21 22a30,10a 11 68,06 100,00 0,11
6 la4 5all 12a19 20a30,10a 11 62,94 98,38 0,16
7 la3 4all 12a17 18 a 30,10 a 11 58,92 99,96 0,18
8 la?2 Jall 12a15 16a30,10a 11 59,48 100,00 0,00
9 1 2all 12a13 14a30,10a 11 66,97 100,00 0,00

Fonte: Autoria prépria (2018)
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Figura 48 — Média das previsoes - SVM kernel RBF - Janelas 1 segundo
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Fonte: (Préprio autor, 2018)

No geral, os resultados foram proximos aos do kernel Linear da

subsecao 5.1.1, tendo uma pequena redugao nos resultados.

Logo, atesta-se que este kernel é adequado para a diferenciacao entre
CE e CNEP utilizando as familias Wavelets Coifl e Db4, baseado na

configuracao dos vetores de caracteristicas utilizados.

5.1.4 SVM kernel Sigmoide

Baseando-se nas tabelas 12, 13 e 14, foram gerados os graficos da figura
49 que representam as médias do item 1 ao 9 da Acuracia, Sensibilidade
e Especificidade de acordo com os vetores de caracteristicas gerados pela
Coifl, Db4 e extracao direta. “T” foi a etapa de treinamento e “A” a etapa

de avaliagao.
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Tabela 12 — Resultados das Previsdes: SVM kernel Sigmoide - Wavelet Coifl - Exp. 1

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 1a9 10 a 11 12 a 29 30, 10 a 11 99,92 99,85 100,00
2 lag8 9all 12a27 28a30,10a 1l 99,88 99,90 99,85
3 laT7 8all 12a25 26a30,10all 99,55 99,46 99,72
4 lab 7all 12a23 24a30,10a 1l 99,40 99,70 98,87
5 lab 6all 12a21 22a30,10a 11 99,47 99,74 98,89
6 lad 5all 12a19 20a30,10a 11 99,43 99,55 99,21
7 la3 4all 12a 17 18 a 30,10 a 11 99,83 99,88 99,77
8 la?2 Jall 12a15 16a30,10a 11 100,00 100,00 100,00
9 1 2all 12a13 14a30,10a 11 100,00 100,00 100,00

Tabela 13 — Resultados das Previsdes: SVM kernel Sigmoide - Wavelet Db4 - Exp. 1

Fonte: Autoria prépria (2018)

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 1a9 10 a 11 12 a 29 30,10 a 11 99,61 99,26 100,00
2 la8 9all 12227 28a30,10a 11 99,58 99,50 99,70
3 la7 8all 12225 26a30,10a 1l 99,50 99,38 99,72
4 laé6 7Tall 12a23 24a30,10a1l 99,54 99,85 99,00
5 lab 6all 12221 22a30,10a 1l 99,57 99,79 99,11
6 la4 5all 12a19 20a30,10a 11 99,57 99,78 99,21
7 la3 4all 12a17 18 a30,10a 11 99,71 99,92 99,42
8 la?2 3all 12215 16a30,10a 11 99,98 100,00 99,96
9 1 2all 12a13 14a30,10a 11 99,99 100,00 99,96

Fonte: Autoria prépria (2018)

Tabela 14 — Resultados das Previsdes: SVM kernel Sigmoide - Extragao direta - Exp. 2

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 la9 10 a 11 12 a 29 30, 10 a 11 52,66 100,00 0,00
2 las8 9all 12a27 28a30,10a 1l 60,16 100,00 0,00
3 lav 8all 12a25 26a30,10a 1l 64,49 100,00 0,00
4 lab 7all 12a23 24a30,10a 11 62,98 100,00 0,13
5 lab 6all 12a21 22a30,10a 11 68,06 100,00 0,11
6 lad 5all 12a19 20a30,10a 11 63,20 98,83 0,08
7 la3 4all 12a17 18 a 30,10 a 11 58,99 99,88 0,47
8 la?2 Jall 12a15 16a30,10a 11 59,48 100,00 0,00
9 1 2all 12a13 14a30,10a 11 66,97 100,00 0,00

Fonte: Autoria prépria (2018)
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Figura 49 — Média das previsoes - SVM kernel Sigmoide - Janelas 1 segundo
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Fonte: (Préprio autor, 2018)

No geral, os resultados foram semelhantes comparados aos do kernel

Linear e RBF da subsecao 5.1.1 e 5.1.2, respectivamente.

Desse modo, atesta-se que este kernel é adequado para a diferenciacao
entre CE e CNEP utilizando as familias Wavelets Coifl e Db4, baseado na

configuracao dos vetores de caracteristicas utilizados.

5.1.5 Comparacdo dos resultados - janelas de 1 segundo

Os melhores resultados para a diferenciacao entre CE e CNEP foi
através do kernel Linear utilizando a familia Wavelet Coifl e Db4. A média

foi de 100% para a acurécia, sensibilidade e especificidade.

Logo depois, com as melhores acuracias, foram os seguintes kernels:
RBF com Db4 (99,74%), Sigmoide com Coifl (99,72%). O kernel Polinomial

apresentou os piores resultados com acuracia em torno de 62%.

Os resultados da acuracia da extragao direta do sinal foi praticamente

constante, em relacao a todos os kernel, com valor aproximado de 62%.

Dessa forma, foi observada a eficacia da utilizacao das familias Wave-
lets em relagdo ao nao uso delas (extragao direta do sinal) na diferenciagdo
entre CE e CNEP, pois influenciou em torno de 28% no aumento da acuréacia

nos kernels Linear, RBF e Sigmoide.
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Mesmo que os coeficientes das familias Wavelets sejam sensiveis a
mudancas bruscas nos sinais, o nimero de caracteristicas resultantes das
Wavelets (24) e da extracao direta do sinal (4) também pode ter influenciado

nestes resultados.

5.2 Experimentos 3 e 4 - tempo total de cada crise

A subsecao 5.2 considera os vetores de caracteristicas gerados pelo

tempo total de cada crise.

5.2.1 SVM kernel Linear

Baseando-se nas tabelas 15, 16 e 17, foram gerados os graficos da figura
50 que representam as médias do item 1 ao 9 da Acuracia, Sensibilidade
e Especificidade de acordo com os vetores de caracteristicas gerados pela
Coifl, Db4 e extragao direta. “T” foi a etapa de treinamento e “A” a etapa

de avaliagao.

Tabela 15 — Resultados das Previsdes: SVM kernel Linear - Wavelet Coifl - Exp. 3

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 la9 10 a 11 12 a 29 30, 10 a 11 100,00 100,00 100,00
2 las8 9all 12a27 28a30,10a 1l 100,00 100,00 100,00
3 larv 8all 12a25 26a30,10a 1l 100,00 100,00 100,00
4 lab 7all 12a23 24a30,10a 11 100,00 100,00 100,00
5 lab 6all 12a21 22a30,10a 11 100,00 100,00 100,00
6 lad 5all 12a19 20a30,10a 11 100,00 100,00 100,00
7 la3 4all 12a17 18 a 30,10 a 11 100,00 100,00 100,00
8 la?2 Jall 12a15 16a30,10a 11 100,00 100,00 100,00
9 1 2all 12a13 14a30,10a 11 100,00 100,00 100,00

Fonte: Autoria prépria (2018)

Tabela 16 — Resultados das Previsdes: SVM kernel Linear - Wavelet Db4 - Exp. 3

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 1a9 10 a 11 12 a 29 30, 10 a 11 100,00 100,00 100,00
2 lag8 9all 12a27 28a30,10a 1l 100,00 100,00 100,00
3 laT7 8all 12a25 26a30,10all 100,00 100,00 100,00
4 lab 7all 12a23 24a30,10a 1l 100,00 100,00 100,00
5 lab 6all 12a21 22a30,10a 11 100,00 100,00 100,00
6 lad 5all 12a19 20a30,10a 11 100,00 100,00 100,00
7 la3 4all 12a 17 18 a 30,10 a 11 100,00 100,00 100,00
8 la?2 Jall 12a15 16a30,10a 1l 100,00 100,00 100,00
9 1 2all 12a13 14a30,10a 11 99,09 100,00 96,00

Fonte: Autoria prépria (2018)
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Tabela 17 — Resultados das Previsdes: SVM kernel Linear - Extracao direta - Exp. 4

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 l1a9 10 a 11 12 a 29 30,10 a 11 85,71 100,00 0,00
2 lag8 9all 12a27 28a30,10a 11 83,33 100,00 0,00
3 laT7 8all 12a25 26a30,10a 11 79,41 100,00 0,00
4 laé6 7Tall 12a23 24a30,10a 11 80,49 100,00 0,00
5 lab 6all 12a21 22a30,10a 11 80,00 100,00 9,09
6 lad 5all 12a19 20a30,10a 11 76,79 100,00 7,14
7 la3 4all 12a17 18 a30,10a 11 73,02 100,00 0,00
8 la2 Jall 12a15 16a30,10a 11 71,43 100,00 0,00
9 1 2all 12a13 14a30,10a 11 77,27 100,00 0,00

Fonte: Autoria prépria (2018)

Figura 50 — Média das previsoes - SVM kernel Linear - Tempo total
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Fonte: (Préprio autor, 2018)

No gréfico da figura 53, a acuricia (taxa de acerto de CE e CNEP)
tanto na Coifl quanto na Db4 apresentaram os melhores resultados que
foram de 100% e 99,90%, respectivamente. A extracao direta do sinal

apresentou o pior resultado com 78,61%

A sensibilidade, relacionada a CE, ou seja, a chance de a SVM
classificar uma amostra como verdadeiro positivo (+1) na presenca da

doenca, nos trés casos, apresentou resultados de 100%.

A especificidade, relacionada a CNEP, ou seja, a chance de a SVM
classificar uma amostra como verdadeiro negativo (-1) na auséncia da
doenca, apresentou resultado de 100% para a Coifl e Db4. A extracao

direta do sinal praticamente nao conseguiu identificar nenhuma CNEP.
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Com isso, no geral, a Coifl e Db4 apresentaram bons resultados
proximos as 100% na acuracia, sensibilidade e especificidade. Mas a Coifl
obteve o melhor desempenho em relacao as duas, pois acertou 100% na
acuracia, sensibilidade e especificidade. A extracao direta do sinal apresen-
tou os piores resultados, pois apesar de ter conseguido identificar 100%
(sensibilidade) das CEs, quase nao conseguiu identificar as CNEPs (1,80%
de especificidade).

Portanto, atesta-se que este kernel é adequado para a diferenciagao
entre CE e CNEP utilizando as familias Wavelets Coifl e Db4, baseado na

configuracao dos vetores de caracteristicas utilizados.

5.2.2 SVM kernel Polinomial

Baseando-se nas tabelas 18, 19 e 20, foram gerados os graficos da figura
51 que representam as médias do item 1 ao 9 da Acurécia, Sensibilidade
e Especificidade de acordo com os vetores de caracteristicas gerados pela
Coifl, Db4 e extragao direta. “T” foi a etapa de treinamento e “A” a etapa

de avaliagao.

Tabela 18 — Resultados das Previsdes: SVM kernel Polinomial - Wavelet Coifl - Exp. 3

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 1a9 10 a 11 12 a 29 30, 10 a 11 100,00 100,00 100,00
2 la8 9all 12227 28a30,10a 11 100,00 100,00 100,00
3 lav7 8all 12a25 26a30,10a 1l 100,00 100,00 100,00
4 lab 7Tall 12a23 24a30,10a 11 100,00 100,00 100,00
5 lab 6all 12a21 22a30,10a 11 100,00 100,00 100,00
6 la4 5all 12a19 20a30,10a1l 100,00 100,00 100,00
7 la3 4all 12a17 18a30,10a 11 100,00 100,00 100,00
8 la?2 Jall 12a15 16a30,10a 11 100,00 100,00 100,00
9 1 2all 12a13 14a30,10a 11 100,00 100,00 100,00

Fonte: Autoria prépria (2018)
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Tabela 19 — Resultados das Previsdes: SVM kernel Polinomial - Wavelet Db4 - Exp. 3

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 l1a9 10 a 11 12 a 29 30,10 a 11 85,71 100,00 0,00
2 las8 9all 12a27 28a30,10a 11 91,67 100,00 50,00
3 la7 8all 12a25 26a30,10a 11 88,24 100,00 42,86
4 laé6 7Tall 12a23 24a30,10a 11 90,24 100,00 50,00
5 lab 6all 12a21 22a30,10a 11 86,00 100,00 36,36
6 lad 5all 12a19 20a30,10a 11 85,71 100,00 42,86
7 la3 4all 12a17 18 a30,10a 11 87,30 100,00 52,94
8 la2 Jall 12a15 16a30,10a 11 71,43 100,00 0,00
9 1 2all 12a13 14a30,10a 11 77,27 100,00 0,00

Fonte: Autoria prépria (2018)

Tabela 20 — Resultados das Previsoes: SVM kernel Polinomial - Extracao direta - Exp. 4

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 la9 10a 11 12 a 29 30,10 a 11 85,71 100,00 0,00
2 la8 9all 12a27 28 a30,10a 11 83,33 100,00 0,00
3 laT7 8all 12a25 26a30,10a 11 79,41 100,00 0,00
4 lab6 7Tall 12a23 24a30,10a 11 82,93 100,00 12,50
5 lab 6all 12a21 22a30,10a 11 80,00 100,00 9,09
6 la4 5all 12a19 20a30,10a 11 75,00 100,00 0,00
7 la3 4all 12a17 18 a30,10a 11 73,02 100,00 0,00
8 la?2 Jall 12a15 16a30,10a 11 71,43 100,00 0,00
9 1 2all 12a13 14a30,10a 11 77,27 100,00 0,00

Fonte: Autoria prépria (2018)

Figura 51 — Média das previsoes - SVM kernel Polinomial - Tempo total

120,00

Acuracia (%)
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Fonte: (Préprio autor, 2018)

No geral, foi observada que a utilizacao do kernel Polinomial aplicando

a Coifl obteve melhor desempenho com 100% de acuracia. Usando a Db4 e a
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extracao direta os resultados da acuracia foram significativamente inferiores

com uma reducao aproximada de 15% a 21%, respectivamente

Logo, atesta-se que este kernel é adequado para a diferenciagao
entre CE e CNEP utilizando apenas a familia Wavelet Coifl, baseado na

configuracao dos vetores de caracteristicas utilizados.

5.2.3 SVM kernel RBF

Baseando-se nas tabelas 21, 22 e 23, foram gerados os graficos da figura
52 que representam as médias do item 1 ao 9 da Acuracia, Sensibilidade
e Especificidade de acordo com os vetores de caracteristicas gerados pela
Coifl, Db4 e extracao direta. “T” foi a etapa de treinamento e “A” a etapa

de avaliacao.

Tabela 21 — Resultados das Previsoes: SVM kernel RBF - Wavelet Coifl - Exp. 3

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 la9 10a 11 12229 30,10 a 11 100,00 100,00 100,00
2 la8 9all 12a27 28 a30,10a 11 100,00 100,00 100,00
3 la7 8all 12225 26a30,10a 11 100,00 100,00 100,00
4 laé6 7all 12223 24a30,10a 1l 100,00 100,00 100,00
5 lab 6all 12221 22a30,10a 1l 100,00 100,00 100,00
6 la4 5all 12219 20a30,10a 11 100,00 100,00 100,00
7 la3 4all 12a17 18a30,10a 11 100,00 100,00 100,00
8 la?2 3Jall 12215 16a30,10a 11 100,00 100,00 100,00
9 1 2all 12a13 14a30,10a 11 100,00 100,00 100,00

Fonte: Autoria prépria (2018)

Tabela 22 — Resultados das Previsdes: SVM kernel RBF - Wavelet Db4 - Exp. 3

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 la9 10 a 11 12 a 29 30, 10 a 11 100,00 100,00 100,00
2 lag8 9all 12a27 28a30,10a 1l 100,00 100,00 100,00
3 la7 8all 12a25 26a30,10a 11 100,00 100,00 100,00
4 lab6 7all 12a23 24a30,10a 11 100,00 100,00 100,00
5 lab 6all 12a21 22a30,10a 11 100,00 100,00 100,00
6 lad 5all 12a19 20a30,10a 11 100,00 100,00 100,00
7 la3d 4all 12a 17 18 a 30,10 a 11 100,00 100,00 100,00
8 la?2 Jall 12a15 16a30,10a 11 100,00 100,00 100,00
9 1 2all 12a13 14a30,10a 11 99,09 100,00 96,00

Fonte: Autoria prépria (2018)
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Tabela 23 — Resultados das Previsdes: SVM kernel RBF - Extragao direta - Exp. 4

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 la9 10 a 11 12 a 29 30, 10 a 11 85,71 100,00 0,00
2 lag8 9all 12a27 28a30,10a 11 66,67 80,00 0,00
3 la7 8all 12a25 26a30,10a 11 82,35 100,00 14,29
4 lab 7Tall 12a23 24a30,10a 11 82,93 100,00 12,50
5 lab 6all 12a21 22a30,10a 11 74,00 92,31 9,09
6 lad 5all 12a19 20a30,10a 11 69,64 90,48 7,14
7 la3 4all 12a17 18 a 30,10 a 11 73,02 97,83 5,88
8 la?2 Jall 12a15 16a30,10a 11 71,43 98,33 4,17
9 1 2all 12a13 14a30,10a 11 77,27 100,00 0,00

Fonte: Autoria prépria (2018)

Figura 52 — Média das previsoes - SVM kernel RBF - Tempo total

120,00
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Fonte: (Préprio autor, 2018)

No geral, os resultados para a Coifl e Db4 foram semelhantes aos do
kernel Linear da subsecao 5.2.1, com excecao da extracao direta que teve

uma pequena redugao. O melhor desempenho foi com a utilizacao da Coifl.

Desse modo, atesta-se que este kernel é adequado para a diferenciacao
entre CE e CNEP utilizando as familias Wavelets Coifl e Db4, baseado na

configuracao dos vetores de caracteristicas utilizados.

5.2.4 SVM kernel Sigmoide

Baseando-se nas tabelas 24, 25 e 26, foram gerados os graficos da figura
53 que representam as médias do item 1 ao 9 da Acurécia, Sensibilidade

e Especificidade de acordo com os vetores de caracteristicas gerados pela
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Coifl, Db4 e extracao direta. “T” foi a etapa de treinamento e “A” a etapa

de avaliacao.

Tabela 24 — Resultados das Previsdes: SVM kernel Sigmoide - Wavelet Coifl - Exp. 3

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 1a9 10 a 11 12 a 29 30,10 a 11 100,00 100,00 100,00
2 lag8 9all 12a27 28 a30,10a 11 100,00 100,00 100,00
3 laT7 8all 12a25 26a30,10a 1l 100,00 100,00 100,00
4 laé6 7Tall 12a23 24 a30,10a 11 100,00 100,00 100,00
5 lab 6all 12a21 22a30,10a 1l 100,00 100,00 100,00
6 lad 5all 12a19 20a30,10a 11 100,00 100,00 100,00
7 la3 4all 12a17 18 a30,10a 11 100,00 100,00 100,00
8 la2 Jall 12a15 16a30,10a 11 100,00 100,00 100,00
9 1 2all 12a13 14 a30,10a 11 100,00 100,00 100,00

Fonte: Autoria prépria (2018)

Tabela 25 — Resultados das Previsdes: SVM kernel Sigmoide - Wavelet Db4 - Exp. 3

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 la9 10 a 11 12 a 29 30, 10 a 11 100,00 100,00 100,00
2 las8 9all 12a27 28a30,10a 1l 100,00 100,00 100,00
3 lav 8all 12a25 26a30,10a 1l 100,00 100,00 100,00
4 lab 7all 12a23 24a30,10a 11 100,00 100,00 100,00
5 lab 6all 12a21 22a30,10a 11 100,00 100,00 100,00
6 lad 5all 12a19 20a30,10a 11 100,00 100,00 100,00
7 la3 4all 12a17 18 a 30,10 a 11 100,00 100,00 100,00
8 la?2 Jall 12a15 16a30,10a 11 100,00 100,00 100,00
9 1 2all 12a13 14a30,10a 11 99,09 100,00 96,00

Fonte: Autoria prépria (2018)

Tabela 26 — Resultados das Previsdes: SVM kernel Sigmoide - Extracao direta - Exp. 4

Pacientes CNEP Pacientes CE Acuracia (%) Sens. (%) Espec. (%)
Item T A T A
1 1a9 10 a 11 12 a 29 30,10 a 11 64,29 75,00 0,00
2 l1a8 9all 12227 28a30,10a 11 70,83 85,00 0,00
3 laT7 8all 12225 26a30,10a 11 70,59 85,19 14,29
4 lab6 7Tall 12223 24a30,10a 11 68,29 81,82 12,50
5 lab 6all 12a21 22a30,10a 1l 64,00 76,92 18,18
6 la4 5all 12219 20a30,10a 11 75,00 100,00 0,00
7 la3 4all 12a17 18 a 30,10 a 11 65,08 89,13 0,00
8 la2 Jall 12a15 16a30,10a 11 71,43 100,00 0,00
9 1 2all 12a13 14a30,10a 11 77,27 100,00 0,00

Fonte: Autoria prépria (2018)
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Figura 53 — Média das previsoes - SVM kernel Sigmoide - Tempo total
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Fonte: (Préprio autor, 2018)

No geral, os resultados foram semelhantes aos do kernel Linear da
subsec¢ao 5.2.1 e RBF da subsecao 5.2.3. O melhor desempenho foi utilizando

a Coifl com acuracia de 100%.

Assim sendo, atesta-se que este kernel é adequado para a diferenciacao
entre CE e CNEP utilizando as familias Wavelets Coifl e Db4, baseado na

configuracao dos vetores de caracteristicas utilizados.

5.2.5 Comparacao dos resultados - tempo total de cada crise

Para todos os kernel, utilizando a familia Wavelet Coifl, foram obtidas
acurdcias no valor de 100%. Pelo fato de ter sido considerado o tempo
total de cada crise no treinamento e avaliagdo (algumas durando mais de
2 minutos), pode ser que o classificador SVM conseguiu obter melhores
parametros das crises epilépticas e CNEP em relacao as janelas de 1 segundo

utilizadas nos experimentos 1 e 2.

Os resultados da acuracia da extracao direta do sinal para todos os
kernels ficaram na faixa de 69,64% a 78,68%.

Por consequéncia, novamente foi observada a eficacia da utilizagao
das familias Wavelets em relacdo ao nao uso delas (extracao direta do sinal)
na diferenciacao entre CE e CNEP.
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Mesmo que os coeficientes das familias Wavelets sejam sensiveis a
mudancas bruscas nos sinais, o nimero de caracteristicas resultantes das
Wavelets (24) e da extracao direta do sinal (4) também pode ter influenciado

nestes resultados.

5.3 Validacao Cruzada

A subsecao 5.3 avalia o desempenho dos classificadores utilizando a
validacao cruzada pelo método k-fold. Posteriormente, as acuracias serao

comparadas com os resultados dos experimentos 1 ao 4.

5.3.1 Validacao cruzada - janelas de 1 segundo das crises - Exp. 1 e 2

Baseando-se nas tabelas 27 a 30, foi gerada a tabela 31 que compara

as médias das acuracias antes e apos o uso da validacao cruzada pelo método

k-fold.

Tabela 27 — Validagao Cruzada k-fold - SVM kernel Linear - 1 segundo

k  Acuracia (Coifl) Acuracia (Db4) Acuréacia (Extracao Direta)

10 99,99 99,07 71,38
9 99,98 99,97 71,38
8 99,98 99,97 71,38
7 99,08 99,97 71,38
6 99,07 99,97 71,38
5 99,99 99,97 71,38
4 99,98 99,98 71,38
3 99,98 99,98 71,38
2 99,97 99,95 71,38

Fonte: Autoria prépria (2018)

Tabela 28 — Validagao Cruzada k-fold - SVM kernel Polinomial - 1 segundo

k  Acuracia (Coifl) Acuréacia (Db4) Acuréacia (Extracdo Direta)

10 66,19 74,70 71,38
9 71,79 69,10 71,38
8 71,44 67,25 71,38
7 66,47 72,24 71,38
6 71,85 72,04 71,38
5 71,77 65,93 71,38
4 71,50 71,38 71,38
3 72,59 71,44 71,38
2 71,41 53,02 71,38

Fonte: Autoria prépria (2018)
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Tabela 29 — Validacao Cruzada k-fold - SVM kernel RBF - 1 segundo

k  Acuricia (Coifl) Acuracia (Db4) Acuréacia (Extracdo Direta)

10 98,74 98,87 71,44
9 98,70 98,88 71,43
8 98,73 98,88 71,44
7 98,74 98,89 71,43
6 98,74 98,85 71,42
5 98,76 98,85 71,42
4 98,77 98,90 71,44
3 98,72 98,86 71,44
2 98,66 98,89 71,42

Fonte: Autoria prépria (2018)

Tabela 30 — Validagao Cruzada k-fold - SVM kernel Sigmoide - 1 segundo

k  Acuracia (Coifl) Acuracia (Db4) Acuracia (Extracdo Direta)

10 98,73 98,74 71,38
9 98,73 98,74 71,38
8 98,70 98,70 71,38
7 98,75 98,74 71,38
6 98,72 98,78 71,38
5 98,76 98,80 71,38
4 98,74 98,81 71,38
3 98,69 98,80 71,38
2 98,70 98,82 71,38

Fonte: Autoria prépria (2018)

Tabela 31 — Comparacao das acuracias - Experimentos 1, 2 e Validacao Cruzada k-fold - 1
segundo

Formacao dos Vetores L L-VC P P-VC R R-VC S S-VC

Coifl 100,00 99,98 62,14 70,56 99,60 98,73 99,72 98,72
Db4 100,00 99,97 62,07 68,67 99,74 98,87 99,67 98,77
Extracio direta 61,94 71,38 61,95 71,38 61,85 7143 61,89 71,38

Fonte: Autoria prépria (2018)
Nota: Linear (L), Polinomial (P), RBF (R), Sigmoide (S) e Validagdo Cruzada (VC)

Comparando-se as médias das acuracias antes e depois da utilizagao
da validagao cruzada, nota-se que os valores sao relativamente préximos, nao
ultrapassando a 10,5% de diferenca. Algumas dessas diferencas existentes
ocorrem pelo fato das amostras de treinamento e avaliacdo nao serem
exatamente as mesmas para as duas situagoes. De qualquer forma, os

valores obtidos nos experimentos 1 e 2 sao validos.
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5.3.2 Validacao cruzada - tempo total de cada crise - Exp. 3 e 4

Baseando-se nas tabelas 32 a 35, foi gerada a tabela 36 que compara

as médias das acuracias antes e apos o uso da validacao cruzada pelo método

k-fold.

Tabela 32 — Validacao Cruzada k-fold - SVM kernel Linear - tempo total

k  Acuricia (Coifl)

Acuricia (Db4) Acuracia (Extracao Direta)

10
9

N Wk Otoy N

100
100
100
100
100
100
100
100
100

98,74
98,74
98,74
98,74
98,74
98,74
98,74
98,74
98,74

73,58
74,21
74,21
74,84
74,84
73,58
73,58
74,21
73,58

Tabela 33 — Validagdo Cruzada k-fold - SVM kernel Polinomial - tempo total

Fonte: Autoria prépria (2018)

k  Acuracia (Coifl)

Acuracia (Db4) Acuréacia (Extracao Direta)

10
9

N Wk OOy I

100
100
100
100
100
100
100
100
100

84,28
78,62
80,50
76,10
80,50
82,39
77,99
83,65
83,65

74,21
74,21
75,47
75,47
74,21
74,84
75,47
74,84
73,58

Tabela 34 — Validagao Cruzada k-fold - SVM kernel RBF - tempo total

Fonte: Autoria prépria (2018)

k  Acuracia (Coifl)

Acuréicia (Db4) Acuréacia (Extracao Direta)

10
9

N Wk OOy 0o

100
100
100
100
100
100
100
100
100

98,74
98,74
98,74
98,74
98,74
98,74
98,74
98,74
98,74

76,10
76,73
77,36
76,73
75,47
75,47
76,73
75,47
76,10

Fonte: Autoria prépria (2018)
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Tabela 35 — Validacao Cruzada k-fold - SVM kernel Sigmoide - tempo total

k  Acuricia (Coifl) Acuracia (Db4) Acuréacia (Extracdo Direta)

10 100 98,74 73,58
9 100 98,74 71,70
8 100 98,74 71,70
7 100 98,74 72,96
6 100 98,74 71,70
5 100 98,74 72,33
4 100 98,74 74,21
3 100 98,74 72,96
2 100 98,74 74,21

Fonte: Autoria prépria (2018)

Tabela 36 — Comparacao das acuracias - Experimentos 3, 4 e Validagao Cruzada k-fold -
tempo total

Formacgao dos Vetores L L-VC P P-VC R R -VC S S-VC

Coifl 100,00 100,00 100,00 100,00 100,00 100,00 100,00 100,00
Db4 99,00 98,74 84,84 80,85 99,90 98,74 99,90 98,74
Extracdo direta 78,61 74,07 78,68  T470 7589 7624 69,64 72,82

Fonte: Autoria prépria (2018)
Nota: Linear (L), Polinomial (P), RBF (R), Sigmoide (S) e Validagdo Cruzada (VC)

Comparando-se as médias das acuracias antes e depois da utilizagao
da validacao cruzada, nota-se que os valores sao relativamente préximos,
nao ultrapassando a 5% de diferenca. Algumas dessas diferencas existentes
ocorrem pelo fato das amostras de treinamento e avaliagdo nao serem
exatamente as mesmas para as duas situagoes. De qualquer forma, os

valores obtidos nos experimentos 3 e 4 sao validos.

5.4 Comparacao dos resultados com outros trabalhos

A tabela 37 apresenta os melhores resultados deste trabalho em

comparacao a outros trabalhos relacionados.

Tabela 37 — Comparacao da abordagem proposta - melhores resultados

Algoritmo de Classificagao Acuracia (%) Sens (%) Esp (%) N° Amostras
CE CNEP
Proposta (tempo total) SVM-Sigmoide (EEG) 100,00 100,00 100,00 117 42
Proposta (1 s) SVM-Linear (EEG) 100,00 100,00 100,00 6778 2717
Pippa et al. (2016) Rede Bayesiana (EEG) 96,00 96,00 100,00 123 19
Ahmadi et al. (2018)  SVM-RBF + ICA (EEG) 95,03 - § 20 20
Kusmakar et al. (2015) SVM-RBF (Acelerémetro) 88,57 93,33 85 15 19

Fonte: Autoria prépria (2018)
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Apesar de nao haver uma padronizacao em diversos aspectos no
preparo e realizacao das pesquisas, como o numero de amostras durante
a fase de treinamento e teste dos classificadores, a formacao dos vetores
de caracteristicas e a utilizagao de algoritmos distintos, descritos no capi-
tulo 3, os resultados desta pesquisa se mostraram proximos e satisfatorios

comparados aos outros trabalhos.
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6 Conclusoes e Trabalhos Futuros

Este capitulo apresenta as conclusoes desta pesquisa e indica algumas

sugestoes de trabalhos futuros.

6.1 Conclusoes

O presente trabalho, inicialmente, abordou os conceitos basicos sobre
Crises Epilépticas (CE) e Crises Nao Epilépticas Psicogénicas (CNEP).
Posteriormente, como objetivo principal deste trabalho, foi abordado o
estudo e aplicagao da Transformada Wavelet Discreta (DWT) em conjunto
com o classificador do tipo Maquina de Vetores de Suporte (SVM) na

diferenciacao entre esses dois tipos de crises.

Vetores de Caracteristicas foram gerados pela Transformada Wavelet
(familias Coiflet 1 e Daubechies 4) e da extragao direta do sinal (sem a uti-
lizagao da transformada). Para avaliar o desempenho do classificador SVM,
foram variados os tipos de kernel (Linear, Polinomial, RBF e Sigmoide) e,
a partir dos vetores de caracteristicas, surgiram conjuntos de treinamento e
avaliacao. Além disso, foram considerados dois tipos de tempo de amostras:

janelas de 1 segundo das crises e o tempo total de cada crise.

Como resultado das janelas de 1 segundo, utilizando a familia Wavelet
Coiflet 1 (experimentos 1), constatou-se que classificador foi capaz de atingir
as seguintes taxas de acerto (acuracia): 100% utilizando o kernel Linear,
99,72% para o kernel Sigmoide, 99,69% para o kernel RBF e 62,14%
para o kernel Polinomial. Em seguida, com a familia Wavelet Daubechies 4
(experimentos 1), as médias de acuracia foram: 100% (kernel Linear), 99,74%
(kernel RBF), 99,67% (kernel Sigmoide) e 62,07% (kernel Polinomial). Por
ultimo, na extragao direta do sinal (experimento 2), as médias de acuricia

ficaram em torno de 61,90% para todos os kernel.

Como resultado do tempo total de cada crise, constatou-se que clas-
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sificador foi capaz de atingir 100% nas taxas de acerto (acuricia) para
todos os kernel utilizando a familia Wavelet Coiflet 1 (experimento 3). Em
seguida, com a familia Wavelet Daubechies 4 (experimento 3), as médias de
acuracias foram: 99,90% (kernels Linear, RBF e Sigmoide) e 84,84% (kernel
Polinomial). Por tltimo, na extracao direta do sinal (experimento 4), as
médias de acuricia ficaram na faixa aproximada de 69% a 79% considerando

todos os kernel.

Baseado nos resultados obtidos foi possivel concluir que, em janelas
de 1 segundo, o classificador SVM ¢ eficiente na diferenciacao entre CE
e CNEP, apresentando uma média de taxa de acerto (acuréacia) de 100%
(kernel Linear) utilizando a familia Wavelet Coiflet 1 e Daubechies 4. Em
relacao ao tempo total de cada crise, para todos os kernel, a média da taxa

de acerto foi de 100% utilizando a familia Wavelet Coiflet 1.

Da mesma forma, também foi possivel comprovar a vantagem da
utilizacdo da Transformada Wavelet Discreta (DWT) no processamento
do sinal EEG em casos de crises epilépticas e CNEP. A transformacao do
sinal de EEG do dominio do tempo para o dominio da frequéncia, por
esta transformada, implicou em um aumento da média da taxa de acerto

proximo a 21%.

Além disso, foi observada que a construcao dos vetores de caracteris-
ticas para serem utilizados nos classificadores podem influenciar significati-
vamente nos resultados finais.

6.2 Sugestbes para trabalhos futuros

A seguir sao listadas algumas sugestoes para pesquisas futuras:

e Avaliar o desempenho do classificador SVM utilizando menos canais

do EEG, pois esta reducao reduziria o tempo de processamento dos
dados;

e Avaliar o desempenho do classificador SVM utilizando o canal de



Capitulo 6. Conclusées e Trabalhos Futuros 109

Eletrocardiograma (ECG) normalmente disponiveis nos aparelhos de

eletroencefalografia;

e Utilizar o classificador Redes Neurais Artificiais (RNA) e comparar os

resultados com o classificador SVM;
e Utilizar sistemas embarcados para fazer esta analise em tempo real;

e Avaliar o desempenho do classificador SVM utilizando o método de
validagao cruzada juntamente com o kernel RBF e variar seu parametro
de margem C' (ou custo) e o pardmetro v que controla o raio deste

kernel;

e Avaliar o desempenho do classificador SVM utilizando sinais de ace-

lerbmetros nos bragos durante as crises epilépticas e CNEP.
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APENDICE A — MATLAB: leitura do
arquivo do tipo EDF

%% Parte 1 - Faz a leitura das linhas (canais) 1 a 18 do arquivo .edf (EEG)
% no MATLAB

clear all
close all

clc

[hdr, record] = edfread(’nome_arquivo.edf’,’targetSignals’,1:18);
q g g
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APENDICE B - MATLAB: processamento

do EEG e Vetores de Caracteristicas - janelas

de 1 segundo das crises - Experimentos 1 e 2

%% Parte 2 - Processamento do EEG e gerag8o dos vetores de caracteristicas
h

% Decomposig8o em 5 niveis do EEG utilizando as familias Daubechies 4

% (db4), Coiflet 1 (coifl) e extragdo direta do sinal

b

% Tempo de 1 segundo (200 amostras por segundo) - Experimentos 1 e 2

b

tic; % inicia a contagem do tempo do processamento do script

clear all
close all

clc

%% carrega o sinal de EEG com a crise
A = load (’nome_arquivo.mat’);

A = A.nome_arquivo;

%% calcula o comprimento do sinal (quantidade de colunas) para ser
% utilizado no lago de repetigdo FOR
N = length(A)/200;

% pré-alocagdo dos vetores de caracteristicas (processamento mais rapido)
vc_db = zeros(N,24);
ve_coif = zeros(N,24);

vc_sinal = zeros(N,4);

Do

for i = 1:N

% faz a varredura do sinal a cada 200 amostras (1 segundo)
A_trechos = A(:,(i-1)*200+1:i*200);

%% transforma a matriz EEG em um vetor linha



APENDICE B. MATLAB: processamento do EEG e Vetores de Caracteristicas - janelas de 1 sequndo

das crises - Experimentos 1 e 2 117

A t = transpose(A_trechos);

B = reshape(A_t,1,[1);

%% cria os coeficientes cA5, cD5, cD4, cD3, cD2 e cD1 em C1 dos 5 niveis de
% decomposig8do e, nesta ordem, indica o comprimento de cada um deles em L1
% Familia "db4"

[C1,L1] = wavedec(B,5,’db4’);

% extrai o coeficiente de aproximagdo cA5 de C

cA5_db = appcoef(C1,L1,’db4’,5);

% extrai os coeficientes de detalhe cD5, cD4, cD3, cD2 e cD1 de C
cD5_db = detcoef(C1, L1, 5);
cD4_db = detcoef(C1, L1, 4);
cD3_db = detcoef(C1, L1, 3);
cD2_db = detcoef(C1, L1, 2);
cD1_db = detcoef(C1l, L1, 1);

%% cria os coeficientes cA5, cD5, cD4, cD3, cD2 e cD1 em C2 dos 5 niveis de
% decomposigdo e, nesta ordem, indica o comprimento de cada um deles em L2
% Familia "coif1"

[C2,L2] = wavedec(B,5,’coifl1’);

% extrai o coeficiente de aproximagdo cA5 de C

cA5_coif = appcoef(C2,L2,’coifl’,5);

% extrai os coeficientes de detalhe cD5, cD4, cD3, cD2 e cD1 de C

cD5_coif = detcoef(C2, L2, 5);
cD4 _coif = detcoef(C2, L2, 4);
cD3_coif = detcoef(C2, L2, 3);
cD2_coif = detcoef(C2, L2, 2);
cD1_coif = detcoef(C2, L2, 1);

%% Vetor de Caracteristicas - Familia "db4"
% calcula a média, desvio padrdo, valor méximo e valor minimo para cada um
% dos 6 coeficientes gerados e cria o vetor de caracteristicas

% para o treinamento e teste no SVM (24 caracteristicas)

vc_db(i,:) = [mean(cA5_db) mean(cD5_db) mean(cD4_db) mean(cD3_db)

mean (cD2_db) mean(cD1_db) std(cA5_db) std(cD5_db) std(cD4_db)
std(cD3_db) std(cD2_db) std(cD1_db) max(cA5_db) max(cD5_db) max(cD4_db)
max (cD3_db) max(cD2_db) max(cD1_db) min(cA5_db) min(cD5_db) min(cD4_db)
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min(cD3_db) min(cD2_db) min(cD1_db)];

%% Vetor de Caracteristicas - Familia "coif1l"
% calcula a média, desvio padrdo, valor méximo e valor minimo para cada um
% dos 6 coeficientes gerados e cria o vetor de caracteristicas

% para o treinamento e teste no SVM (24 caracteristicas)

vc_coif(i,:) = [mean(cA5_coif) mean(cD5_coif) mean(cD4_coif) mean(cD3_coif)
mean(cD2_coif) mean(cD1_coif) std(cA5_coif) std(cD5_coif) std(cD4_coif)
std(cD3_coif) std(cD2_coif) std(cD1_coif) max(cA5_coif) max(cD5_coif)
max(cD4_coif) max(cD3_coif) max(cD2_coif) max(cD1_coif) min(cA5_coif)

min(cD5_coif) min(cD4_coif) min(cD3_coif) min(cD2_coif) min(cD1_coif)];

%% Vetor de Caracteristicas - Extrag8o direta do sinal
% calcula a média, desvio padrdo, valor méximo, valor minimo e energia
% da extrag8o direta do sinal e cria o vetor de caracteristicas

% para o treinamento e teste no SVM (5 caracteristicas)

vc_sinal(i,:) = [mean(B(:)) std(B(:)) max(B(:)) min(B(:))];

end

toc; % finaliza a contagem do tempo do processamento do script
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APENDICE C - MATLAB: processamento

do EEG e Vetores de Caracteristicas - tempo

total de cada crise - Experimentos 3 e 4

%% Parte 2 - Processamento do EEG e gerag8o dos vetores de caracteristicas
h

% Decomposig8o em 5 niveis do EEG utilizando as familias

% Daubechies 4 (db4), Coiflet 1 (coifl) e extragdo direta do sinal

b

% Tempo da crise total - Experimentos 3 e 4

b

tic; % inicia a contagem do tempo do processamento do script

clear all
close all

clc

%% carrega o sinal de EEG com a crise
A = load (’al.mat’);
A = A.al;

%% transforma a matriz EEG em um vetor linha
A_t = transpose(A);
B = reshape(A_t,1,[1);

%% cria os coeficientes cA5, cD5, cD4, cD3, cD2 e cD1 em C dos 5 niveis de
% decomposigdo e, nesta ordem, indica o comprimento de cada um deles em L
% Familia "db4"

[C1,L1] = wavedec(B,5,’dbd’);

% extrai o coeficiente de aproximagdo cA5 de C
cA5_db = appcoef(C1,L1,’db4’,5);

% extrai os coeficientes de detalhe cD5, cD4, cD3, cD2 e cD1 de C
cD5_db = detcoef(C1, L1, 5);
cD4_db = detcoef(C1l, L1, 4);
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cD3_db = detcoef(C1l, L1, 3);
cD2_db = detcoef(C1, L1, 2);
cD1_db = detcoef(C1, L1, 1);

%% cria os coeficientes cA5, cD5, cD4, cD3, cD2 e cD1 em C dos 5 niveis de
% decomposigdo e, nesta ordem, indica o comprimento de cada um deles em L
% Familia "coif1"

[C2,L2] = wavedec(B,5,’coif1’);

% extrai o coeficiente de aproximagdo cA5 de C

cA5_coif = appcoef(C2,L2,’coifl’,5);

% extrai os coeficientes de detalhe cD5, cD4, cD3, cD2 e cD1 de C

cD5_coif = detcoef(C2, L2, 5);
cD4_coif = detcoef(C2, L2, 4);
cD3_coif = detcoef(C2, L2, 3);
cD2_coif = detcoef(C2, L2, 2);
cD1_coif = detcoef(C2, L2, 1);

%% Vetor de Caracteristicas - Familia "db4"
% calcula a média, desvio padrdo, valor mdximo e valor minimo
% para cada um dos 6 coeficientes gerados e cria o vetor de caracteristicas

% para o treinamento e teste no SVM (24 caracteristicas)

vc_db = [mean(cA5_db) mean(cD5_db) mean(cD4_db) mean(cD3_db)
mean(cD2_db) mean(cD1_db) std(cA5_db) std(cD5_db) std(cD4_db)
std(cD3_db) std(cD2_db) std(cD1_db) max(cA5_db) max(cD5_db) max(cD4_db)
max (cD3_db) max(cD2_db) max(cD1_db) min(cA5_db) min(cD5_db) min(cD4_db)
min(cD3_db) min(cD2_db) min(cD1_db)];

%% Vetor de Caracteristicas - Familia "coif1l"
% calcula a média, desvio padrfo, valor méximo e valor minimo
% para cada um dos 6 coeficientes gerados e cria o vetor de caracteristicas

% para o treinamento e teste no SVM (24 caracteristicas)

vc_coif = [mean(cA5_coif) mean(cD5_coif) mean(cD4_coif) mean(cD3_coif)
mean(cD2_coif) mean(cD1_coif) std(cA5_coif) std(cD5_coif) std(cD4_coif)
std(cD3_coif) std(cD2_coif) std(cD1_coif) max(cA5_coif) max(cD5_coif)
max (cD4_coif) max(cD3_coif) max(cD2_coif) max(cD1_coif) min(cA5_coif)

min(cD5_coif) min(cD4_coif) min(cD3_coif) min(cD2_coif) min(cD1_coif)];

%% Vetor de Caracteristicas - Extragdo direta do sinal
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% calcula a média, desvio padrdo, valor mdximo, valor minimo e energia
% da extragdo direta do sinal e cria o vetor de caracteristicas
% para o treinamento e teste no SVM (5 caracteristicas)

vc_sinal = [mean(B(:)) std(B(:)) max(B(:)) min(B(:))];

toc; % finaliza a contagem do tempo do processamento do script
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APENDICE D - MATLAB: Normalizacio

dos Vetores de Caracteristicas e utilizacao do
classificador SVM - janelas de 1 segundo das

crises - Experimentos 1 e 2

%% Parte 3 - Normalizagio (escalonamento) dos vetores de caracteristicas e
% utilizagdo da Maquina de Vetores de Suporte (SVM) através do pacote LibSVM

% Exoerimentos 1 e 2

tic; % inicia a contagem do tempo do processamento do script
clear all
close all

clc

%% carrega o vetor de caracteristicas e as classes referente a cada linha
load vc_sinal_ce; 7% carrega os dados de CE

load vc_sinal_ce_label; % carrega as classes dos dados de CE

load vc_sinal_cnep; % carrega os dados de CNEP

load vc_sinal_cnep_label; % carrega as classes dos dados de CNEP

v = vc_sinal _ce(:,1:4);
vc_n_ce_label = vc_sinal_ce_label;
w = vc_sinal_cnep(:,1:4);

vc_n_cnep_label = vc_sinal_cnep_label;

%% faz a normalizagdo (escalonamento) dos vetores de caracteristicas de

% crises epilépticas (ce) no intervalo entre [-1 e 1]

max (v(:));

b = min (v(:));

vx = 2% v / (a-b);

c = min (vx(:));
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vc_n_ce = vx - (¢ + 1); % vetor normalizado de treinamento

%% faz a normalizagdo (escalonamento) dos vetores de caracteristicas de

% crises nd3o epilépticas psicogénicas (cnep) no intervalo entre [-1 e 1]

max (w(:));

Q
I

min (w(:));

wx = 2x w / (c-d);

d = min (wx(:));

vc_n_cnep = wx - (d + 1); % vetor normalizado de avaliagio

%% seleciona um dos Itens para treinamento e avaliag&o

sel_caso = 9;

switch(sel_caso)

% faz a leitura dos dados de treinamento e avaliag3o (Item 1)
% Treinamento CE: pacientes 12 a 29, Avaliag8o CE: pacientes 30, 10 a 11

% Treinamento CNEP: pacientes 1 a 9, Avaliagdo CNEP: pacientes 10 a 11

case 1
train_data = [vc_n_ce(1:6104,:);vc_n_cnep(1:2111,:)];
train_label = [vc_n_ce_label(1:6104,:);vc_n_cnep_label(1:2111,:)];
test_data = [vc_n_ce(6105:6778,:);vc_n_cnep(2112:2717,:)];
test_label = [vc_n_ce_label(6105:6778,:);vc_n_cnep_label(2112:2717,:)];

% faz a leitura dos dados de treinamento e avaliagio (Item 2)
% Treinamento CE: pacientes 12 a 27, Avaliag8o CE: pacientes 28 a 30, 10 a
%11

% Treinamento CNEP: pacientes 1 a 8, Avaliagdo CNEP: pacientes 9 a 11

case 2
train_data = [vc_n_ce(1:5783,:);vc_n_cnep(1:2058,:)];
train_label = [vc_n_ce_label(1:5783,:);vc_n_cnep_label(1:2058,:)];
test_data = [vc_n_ce(5784:6778,:);vc_n_cnep(2059:2717,:)1];
test_label = [vc_n_ce_label(5784:6778,:);vc_n_cnep_label(2059:2717,:)];

% faz a leitura dos dados de treinamento e avaliag3o (Item 3)

% Treinamento CE: pacientes 12 a 25, Avaliagdo CE: pacientes 26 a 30, 10 a
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% 11

% Treinamento CNEP: pacientes 1 a 7, Avaliag3o CNEP: pacientes 8 a 11

case 3
train_data = [vc_n_ce(1:5483,:);vc_n_cnep(1:2004,:)];
train_label = [vc_n_ce_label(1:5483,:);vc_n_cnep_label(1:2004,:)];
test_data = [vc_n_ce(5484:6778,:);vc_n_cnep(2005:2717,:)];
test_label = [vc_n_ce_label(5484:6778,:);vc_n_cnep_label(2005:2717,:)]1;

% faz a leitura dos dados de treinamento e avaliagio (Item 4)
% Treinamento CE: pacientes 12 a 23, Avaliag8o CE: pacientes 24 a 30, 10 a
%11

% Treinamento CNEP: pacientes 1 a 6, Avaliag8o CNEP: pacientes 7 a 11

case 4
train_data = [vc_n_ce(1:5423,:);vc_n_cnep(1:1919,:)];
train_label = [vc_n_ce_label(1:5423,:);vc_n_cnep_label(1:1919,:)];
test_data = [vc_n_ce(5424:6778,:);vc_n_cnep(1920:2717,:)1];
test_label = [vc_n_ce_label(5424:6778,:);vc_n_cnep_label(1920:2717,:)];

% faz a leitura dos dados de treinamento e avaliag3o (Item 5)
% Treinamento CE: pacientes 12 a 21, Avaliag8o CE: pacientes 22 a 30, 10 a
% 11

% Treinamento CNEP: pacientes 1 a 5, Avaliagdo CNEP: pacientes 6 a 11

case 5
train_data = [vc_n_ce(1:4868,:);vc_n_cnep(1:1819,:)];
train_label = [vc_n_ce_label(1:4868,:);vc_n_cnep_label(1:1819,:)];
test_data = [vc_n_ce(4869:6778,:);vc_n_cnep(1820:2717,:)];
test_label = [vc_n_ce_label(4869:6778,:);vc_n_cnep_label(1820:2717,:)];

% faz a leitura dos dados de treinamento e avaliag8o (Item 6)
% Treinamento CE: pacientes 12 a 19, Avaliagdo CE: pacientes 20 a 30, 10 a
%11

% Treinamento CNEP: pacientes 1 a 4, Avaliag3o CNEP: pacientes 5 a 11

case 6
train_data = [vc_n_ce(1:4550,:);vc_n_cnep(1:1459,:)];
train_label = [vc_n_ce_label(1:4550,:);vc_n_cnep_label(1:1459,:)];
test_data = [vc_n_ce(4551:6778,:);vc_n_cnep(1460:2717,:)];
test_label = [vc_n_ce_label(4551:6778,:);vc_n_cnep_label(1460:2717,:)]1;
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% faz a leitura dos dados de treinamento e avaliagdo (Item 7)
% Treinamento CE: pacientes 12 a 17, Avaliag3o CE: pacientes 18 a 30, 10 a
%11

% Treinamento CNEP: pacientes 1 a 3, Avaliagdo CNEP: pacientes 4 a 11

case 7
train_data = [vc_n_ce(1:4326,:);vc_n_cnep(1:1004,:)];
train_label = [vc_n_ce_label(1:4326,:);vc_n_cnep_label(1:1004,:)];
test_data = [vc_n_ce(4327:6778,:);vc_n_cnep(1005:2717,:)];
test_label = [vc_n_ce_label(4327:6778,:);vc_n_cnep_label(1005:2717,:)];

% faz a leitura dos dados de treinamento e avaliagio (Item 8)
% Treinamento CE: pacientes 12 a 15, Avaliag8o CE: pacientes 16 a 30, 10 a
%11

% Treinamento CNEP: pacientes 1 a 2, Avaliag8o CNEP: pacientes 3 a 11

case 8
train_data = [vc_n_ce(1:3175,:);vc_n_cnep(1:263,:)];
train_label = [vc_n_ce_label(1:3175,:);vc_n_cnep_label(1:263,:)];
test_data = [vc_n_ce(3176:6778,:);vc_n_cnep(264:2717,:)];
test_label = [vc_n_ce_label(3176:6778,:);vc_n_cnep_label(264:2717,:)];

% faz a leitura dos dados de treinamento e avaliag3o (Item 9)
% Treinamento CE: pacientes 12 a 13, Avaliag8o CE: pacientes 14 a 30, 10 a
%11

% Treinamento CNEP: pacientes 1, Avaliagdo CNEP: pacientes 2 a 11

case 9
train_data = [vc_n_ce(1:1550,:);vc_n_cnep(1:139,:)];
train_label = [vc_n_ce_label(1:1550,:);vc_n_cnep_label(1:139,:)];
test_data = [vc_n_ce(1551:6778,:);vc_n_cnep(140:2717,:)];
test_label = [vc_n_ce_label(1551:6778,:);vc_n_cnep_label(140:2717,:)];

end

%% faz o treinamento na SVM - Kernel "Linear"

model L = svmtrain(train_label, train_data, ’-b 1 -h 0 -t 0’);
% faz a previsdo na SVM

[predict_label_L, accuracy_L, prob_estimates_L] = ...

svmpredict (test_label, test_data, model_ L, ’-b 1%);
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% gera a matriz de confusdo e calcula a Acurdcia, Sensitividade e
% Especificidade

[cMatrix_L,cOrder_L] = confusionmat(test_label,predict_label_L);

100*(cMatrix_L(2,2)/(sum(cMatrix L(2,:))));
100* (cMatrix_L(1,1)/(sum(cMatrix L(1,:))));

sensitivity_L

specificity_L

result_L = [accuracy_L(1,1) sensitivity_L specificity_L];

display(result_L’);

%% faz o treinamento na SVM - Kernel "Polinomial"

model P = svmtrain(train_label, train_data, -b 1 -h 0 -t 1’);

% faz a previs3o na SVM
[predict_label P, accuracy_P, prob_estimates_P] = ...

svmpredict(test_label, test_data, model P, ’-b 1°);

% gera a matriz de confusdo e calcula a Acuridcia, Sensitividade e
% Especificidade

[cMatrix_P,cOrder_P] = confusionmat(test_label,predict_label_P);

100*(cMatrix_P(2,2)/(sum(cMatrix P(2,:))));
100* (cMatrix_P(1,1)/(sum(cMatrix P(1,:))));

sensitivity_P

specificity_P

result_P = [accuracy_P(1,1) sensitivity_P specificity_P];

display(result_P’);

%% faz o treinamento na SVM - Kernel "RBF"

model_R = svmtrain(train_label, train_data, -b 1 -h 0 -t 2’);

% faz a previs8o na SVM
[predict_label R, accuracy_R, prob_estimates_R] = ...

svmpredict (test_label, test_data, model R, ’-b 1°);

% gera a matriz de confusdo e calcula a Acuridcia, Sensitividade e
% Especificidade

[cMatrix_R,cOrder_R] = confusionmat(test_label,predict_label_R);

100* (cMatrix_R(2,2)/(sum(cMatrix R(2,:))));
100* (cMatrix_R(1,1)/(sum(cMatrix R(1,:))));

sensitivity_R

specificity_R
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result_R = [accuracy_R(1,1) sensitivity_R specificity_RI];
display(result_R’);

%% faz o treinamento na SVM - Kernel "Sigmoide"

model S = svmtrain(train_label, train_data, ’-b 1 -h 0 -t 3’);

% faz a previsdo na SVM
[predict_label_S, accuracy_S, prob_estimates_S] = ...
svmpredict (test_label, test_data, model_S, ’-b 1%);

% gera a matriz de confusdo e calcula a Acuricia, Sensitividade e
% Especificidade
[cMatrix_S,cOrder_S] = confusionmat(test_label,predict_label_S);

100*(cMatrix_S(2,2)/(sum(cMatrix_S(2,:))));
100* (cMatrix_S(1,1)/(sum(cMatrix_S(1,:))));

sensitivity_S

specificity_S

result_S = [accuracy_S(1,1) sensitivity_S specificity_S];

display(result_S’);

toc; % finaliza a contagem do tempo do processamento do script
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APENDICE E - MATLAB: Normalizacio

dos Vetores de Caracteristicas e utilizacao do
classificador SVM - tempo total de cada crise -

Experimentos 3 e 4

%% Parte 3 - Normalizagio (escalonamento) dos vetores de caracteristicas e
% utilizagdo da Maquina de Vetores de Suporte (SVM) através do pacote LibSVM

% Experimentos 3 e 4
tic; % inicia a contagem do tempo do processamento do script

clear all
close all

clc

%% carrega o vetor de caracteristicas e as classes referente a cada linha
load vc_coif_ce_total; % carrega os dados de CE

load vc_coif_ce_total_label; % carrega as classes dos dados de CE

load vc_coif_cnep_total; % carrega os dados de CNEP

load vc_coif_cnep_total_label; % carrega as classes dos dados de CNEP

v = vc_coif_ce_total(:,1:24);
vc_n_ce_label = vc_coif_ce_total_label;
w = vc_coif _cnep_total(:,1:24);

vc_n_cnep_label = vc_coif_cnep_total_label;

%% faz a normalizagdo (escalonamento) dos vetores de caracteristicas de

% crises epilépticas (ce) no intervalo entre [-1 e 1]

max (v(:));

b = min (v(:));

vx = 2x v / (a-b);

c = min (vx(:));
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vc_n ce = vx - (¢ + 1); J vetor normalizado de treinamento

%% faz a normalizagdo (escalonamento) dos vetores de caracteristicas de

% crises n3o epilépticas psicogénicas (cnep) no intervalo entre [-1 e 1]

max (w(:));

[oN
I

min (w(:));

wx = 2x w / (c-d);

d = min (wx(:));

vc_n_cnep = wx - (d + 1); % vetor normalizado de avaliagio

%% seleciona um dos casos para treinamento e avaliagdo

sel_caso = 1;

switch(sel _caso)

% faz a leitura dos dados de treinamento e avaliag3o (Item 1)
% Treinamento CE: pacientes 12 a 29, Avaliag8o CE: pacientes 30, 10 a 11

% Treinamento CNEP: pacientes 1 a 9, Avaliagdo CNEP: pacientes 10 a 11

case 1
train_data = [vc_n_ce(1:105,:);vc_n_cnep(1:40,:)];
train_label = [vc_n_ce_label(1:105,:);vc_n_cnep_label(1:40,:)];
test_data = [vc_n_ce(106:117,:);vc_n_cnep(41:42,:)];
test_label = [vc_n_ce_label(106:117,:);vc_n_cnep_label(41:42,:)];

% faz a leitura dos dados de treinamento e avaliagio (Item 2)
% Treinamento CE: pacientes 12 a 27, Avaliagdo CE: pacientes 28 a 30, 10 a
%11

% Treinamento CNEP: pacientes 1 a 8, Avaliag3o CNEP: pacientes 9 a 11

case 2
train_data = [vc_n_ce(1:97,:);vc_n_cnep(1:38,:)];
train_label = [vc_n_ce_label(1:97,:);vc_n_cnep_label(1:38,:)];
test_data = [vc_n_ce(98:117,:);vc_n_cnep(39:42,:)];
test_label = [vc_n_ce_label(98:117,:);vc_n_cnep_label(39:42,:)];
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% faz a leitura dos dados de treinamento e avaliagdo (Item 3)
% Treinamento CE: pacientes 12 a 25, Avaliag3o CE: pacientes 26 a 30, 10 a
%11

% Treinamento CNEP: pacientes 1 a 7, Avaliag3o CNEP: pacientes 8 a 11

case 3
train_data = [vc_n_ce(1:90,:);vc_n_cnep(1:35,:)];
train_label = [vc_n_ce_label(1:90,:);vc_n_cnep_label(1:35,:)];
test_data = [vc_n_ce(91:117,:);vc_n_cnep(36:42,:)];
test_label = [vc_n_ce_label(91:117,:);vc_n_cnep_label(36:42,:)];

% faz a leitura dos dados de treinamento e avaliagio (Item 4)
% Treinamento CE: pacientes 12 a 23, Avaliag8o CE: pacientes 24 a 30, 10 a
%11

% Treinamento CNEP: pacientes 1 a 6, Avaliag8o CNEP: pacientes 7 a 11

case 4
train_data = [vc_n_ce(1:84,:);vc_n_cnep(1:34,:)];
train_label = [vc_n_ce_label(1:84,:);vc_n_cnep_label(1:34,:)];
test_data = [vc_n_ce(85:117,:);vc_n_cnep(35:42,:)];
test_label = [vc_n_ce_label(85:117,:);vc_n_cnep_label(35:42,:)];

% faz a leitura dos dados de treinamento e avaliag3o (Item 5)
% Treinamento CE: pacientes 12 a 21, Avaliag8o CE: pacientes 22 a 30, 10 a
%11

% Treinamento CNEP: pacientes 1 a 5, Avaliagdo CNEP: pacientes 6 a 11

case 5
train_data = [vc_n_ce(1:78,:);vc_n_cnep(1:31,:)];
train_label = [vc_n_ce_label(1:78,:);vc_n_cnep_label(1:31,:)];
test_data = [vc_n_ce(79:117,:);vc_n_cnep(32:42,:)];
test_label = [vc_n_ce_label(79:117,:);vc_n_cnep_label(32:42,:)];

% faz a leitura dos dados de treinamento e avaliagdo (Item 6)
% Treinamento CE: pacientes 12 a 19, Avaliag3o CE: pacientes 20 a 30, 10 a
%11

% Treinamento CNEP: pacientes 1 a 4, Avaliag3o CNEP: pacientes 5 a 11

case 6
train_data = [vc_n_ce(1:75,:);vc_n_cnep(1:28,:)];
train_label = [vc_n_ce_label(1:75,:);vc_n_cnep_label(1:28,:)];
test_data = [vc_n_ce(76:117,:);vc_n_cnep(29:42,:)];
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test_label = [vc_n_ce_label(76:117,:);vc_n_cnep_label(29:42,:)];

% faz a leitura dos dados de treinamento e avaliag3o (Item 7)
% Treinamento CE: pacientes 12 a 17, Avaliag3o CE: pacientes 18 a 30, 10 a
%11

% Treinamento CNEP: pacientes 1 a 3, Avaliag83o CNEP: pacientes 4 a 11

case 7
train_data = [vc_n_ce(1:71,:);vc_n_cnep(1:25,:)];
train_label = [vc_n_ce_label(1:71,:);vc_n_cnep_label(1:25,:)];
test_data = [vc_n_ce(72:117,:);vc_n_cnep(26:42,:)];
test_label = [vc_n_ce_label(72:117,:);vc_n_cnep_label(26:42,:)];

% faz a leitura dos dados de treinamento e avaliagio (Item 8)
% Treinamento CE: pacientes 12 a 15, Avaliag8o CE: pacientes 16 a 30, 10 a
%11

% Treinamento CNEP: pacientes 1 a 2, Avaliag83o CNEP: pacientes 3 a 11

case 8
train_data = [vc_n_ce(1:57,:);vc_n_cnep(1:18,:)];
train_label = [vc_n_ce_label(1:57,:);vc_n_cnep_label(1:18,:)];
test_data = [vc_n_ce(58:117,:);vc_n_cnep(19:42,:)];
test_label = [vc_n_ce_label(58:117,:);vc_n_cnep_label(19:42,:)];

% faz a leitura dos dados de treinamento e avaliagdo (Item 9)
% Treinamento CE: pacientes 12 a 13, Avaliagdo CE: pacientes 14 a 30, 10 a
%11

% Treinamento CNEP: pacientes 1, Avaliagdo CNEP: pacientes 2 a 11

case 9
train_data = [vc_n_ce(1:32,:);vc_n_cnep(1:17,:)];
train_label = [vc_n_ce_label(1:32,:);vc_n_cnep_label(1:17,:)];
test_data = [vc_n_ce(33:117,:);vc_n_cnep(18:42,:)];
test_label = [vc_n_ce_label(33:117,:);vc_n_cnep_label(18:42,:)];

end

%% faz o treinamento na SVM - Kernel "Linear"

model L = svmtrain(train_label, train_data, -b 1 -h 0 -t 0’);

% faz a previsdo na SVM

[predict_label_L, accuracy_L, prob_estimates_L] = ...



APENDICE E. MATLAB: Normalizagio dos Vetores de Caracteristicas e utilizac¢io do classificador
SVM - tempo total de cada crise - Experimentos 3 e 4 132

svmpredict (test_label, test_data, model L, ’-b 1°);

% gera a matriz de confusdo e calcula a Acuridcia, Sensitividade e
% Especificidade

[cMatrix_L,cOrder_L] = confusionmat(test_label,predict_label_L);

100* (cMatrix_L(2,2)/(sum(cMatrix L(2,:))));
100* (cMatrix_L(1,1)/(sum(cMatrix L(1,:))));

sensitivity_L

specificity_L

result_L = [accuracy_L(1,1) sensitivity_L specificity_L];

display(result_L’);

%% faz o treinamento na SVM - Kernel "Polinomial"

model P = svmtrain(train_label, train_data, -b 1 -h 0 -t 1°);

% faz a previs8o na SVM
[predict_label_ P, accuracy_P, prob_estimates_P] = ...

svmpredict(test_label, test_data, model P, ’-b 1°);

% gera a matriz de confusdo e calcula a Acuridcia, Sensitividade e
% Especificidade

[cMatrix_P,cOrder_P] = confusionmat(test_label,predict_label_P);

100* (cMatrix_P(2,2)/(sum(cMatrix P(2,:))));
100%* (cMatrix_P(1,1)/(sum(cMatrix P(1,:))));

sensitivity_P

specificity_P

result_P = [accuracy_P(1,1) sensitivity_P specificity_P];

display(result_P’);

%% faz o treinamento na SVM - Kernel "RBF"

model R = svmtrain(train_label, train_data, -b 1 -h 0 -t 2’);

% faz a previsdo na SVM
[predict_label_R, accuracy_R, prob_estimates_R] = ...

svmpredict (test_label, test_data, model R, ’-b 1°);

% gera a matriz de confusdo e calcula a Acuridcia, Sensitividade e
% Especificidade

[cMatrix_R,cOrder_R] = confusionmat(test_label,predict_label R);

100* (cMatrix_R(2,2)/(sum(cMatrix R(2,:))));
100* (cMatrix_R(1,1)/(sum(cMatrix R(1,:))));

sensitivity_R

specificity_R
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result_R = [accuracy_R(1,1) sensitivity_R specificity_R];
display(result_R’);

%% faz o treinamento na SVM - Kernel "Sigmoide"

model_S = svmtrain(train_label, train_data, ’-b 1 -h 0 -t 3’);

% faz a previsdo na SVM
[predict_label_S, accuracy_S, prob_estimates_S] = ...

svmpredict (test_label, test_data, model_S, ’-b 1%);

% gera a matriz de confusfo e calcula a Acuricia, Sensitividade e
% Especificidade

[cMatrix_S,cOrder_S] = confusionmat(test_label,predict_label_S);

100* (cMatrix_S(2,2)/(sum(cMatrix_S(2,:))));
100* (cMatrix_S(1,1)/(sum(cMatrix_S(1,:))));

sensitivity_S

specificity_S

result_S = [accuracy_S(1,1) sensitivity_S specificity_S];

display(result_S’);

toc; % finaliza a contagem do tempo do processamento do script
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APENDICE F - Matriz de Confus3o

Os resultados das acuracias, sensibilidade e especificidade, do capitulo 5 (Tabelas 3
a 26), foram baseados nas matrizes de confusdo deste apéndice. Cada matriz de confusao foi

representada de acordo com o modelo seguinte:

DOENCA
Presente Ausente
Positivo | Verdadeiro Positivo (VP) Falso Positivo (FP)
Negativo Falso Negativo (FN) Verdadeiro Negativo (VN)

TESTE

Tabela 3 - Experimento 1

674 0 995 0 1295 0
Item 1 0 606 Item 2 0 659 Item 3 0 =13

1355 0 1910 0 2228 0
Item 4 0 708 Item 5 0 398 Item 6 0 1958

2452 0 3603 0 5228 0
Item 7 0 13 Item 8 0 5151 Item 9 0 5578

Tabela 4 - Experimento 1

674 0 995 0 1295 0
Item 1 0 606 Item 2 0 659 Item 3 0 713

1355 0 1910 0 2228 0
Ttem 4 0 708 Item 5 0 398 Item 6 0 1953

2452 0 3603 1 5228 1
Item 7 0 713 Item 8 0 5153 Item 9 0 55T

Tabela 5 - Experimento 2

674 606 995 659 1295 | 713
Item 1 0 0 Item 2 0 0 Item 3 0 0

1355 | 798 1910 | 898 2228 | 1258
Item 4 0 0 Item 5 0 0 Item 6 0 0

2452 | 1713 3603 | 2454 5228 | 2578
Item 7 0 0 Item 8 0 0 Item 9 0 0

Tabela 6 - Experimento 1

674 606 995 658 1295 | 685
Item 1 0 0 Item 2 0 1 Item 3 0 5%

1355 | 792 1910 | 898 2228 | 1258
Ttem 4 0 5 Item 5 0 0 Item 6 0 0

2452 | 1713 3603 | 2454 5228 | 2578
Ttem 7 0 0 Item 8 0 0 Item 9 0 0
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Tabela 7 - Experimento 1

674 606 995 650 1295 | 706
Item 1 0 0 Item 2 0 9 Item 3 0 =
1355 | 792 1910 | 898 2228 | 1258
Item 4 0 5 Item 5 0 0 Item 6 0 0
2452 | 1713 3603 | 2454 5228 | 2578
Item 7 0 0 Item 8 0 0 Item 9 0 0
Tabela 8 - Experimento 2
674 606 995 659 1295 | 713
Item 1 0 0 Item 2 0 0 Item 3 0 0
1355 | 798 1910 | 898 2227 | 1257
Item 4 0 0 Item 5 0 0 Item 6 T T
2452 | 1713 3603 | 2454 5228 | 2576
Item 7 0 0 Item 8 0 0 Item 9 0 5
Tabela 9 - Experimento 1
674 0 994 1 1290 2
Item 1 0 506 Item 2 T 658 Item 3 5 11
1351 11 1905 11 2216 15
Item 4 1 =37 Item 5 5 337 Item 6 15 913
2448 9 3603 0 5228 0
Item 7 7l 701 Item 8 0 5451 Item 9 0 5578
Tabela 10 - Experimento 1
672 0 993 2 1288 2
Ttem 1 5 606 Item 2 5 057 Item 3 - an
1352 9 1909 9 2226 10
Item 4 3 739 Item 5 T 339 Item 6 5 1948
2452 10 3603 1 5228 1
ftem T =5 —7p5 1 Wtem 8 —5— 353 ] o™ —5 2577
Tabela 11 - Experimento 2
674 606 995 659 1295 | 713
Item 1 0 0 Item 2 0 0 Item 3 0 0
1355 | 797 1910 | 897 2192 | 1256
Item 4 0 1 Item 5 0 1 Item 6 36 5
2451 | 1710 3603 | 2454 5228 | 2578
Item 7 1 3 Item 8 0 0 Item 9 0 0
Tabela 12 - Experimento 1
673 0 994 1 1288 2
Item 1 I 606 Item 2 1 653 Item 3 = 1T
1351 9 1905 10 2218 10
Item 4 1 %9 Item 5 5 388 Item 6 0 1948
2449 4 3603 0 5228 0
Ttem 7 —5=—gg| ltem 8 =575 Tem 9 —— 5575
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Tabela 13 - Experimento 1

669 0 990 2 1287 2
Item 1 5 506 Item 2 5 657 Item 3 3 1
1353 8 1906 8 2223 10
Item 4 5 =00 Item 5 1 390 Item 6 5 1948
2450 10 3603 1 5228 1
Ttem 7 =5z Tem 8 =553 Ttem 9 —F——5
Tabela 14 - Experimento 2
674 606 995 659 1295 | 713
Item 1 0 0 Item 2 0 0 Item 3 0 0
1355 | 797 1910 | 897 2202 | 1257
Item 4 0 1 Item 5 0 1 Item 6 % T
2449 | 1705 3603 | 2454 5228 | 2578
Item 7 3 3 Item 8 0 0 Item 9 0 0
Tabela 15 - Experimento 3
121 0 201 O 271 0
Item 1 0 5 Item 2 0 1 Item 3 0 =
331 0 3910 421 0
Item 4 0 3 Item 5 0TI Item 6 0T 1a
46 | 0 60 | O 8 | 0
Item 7 0T Item 8 0 124 Item 9 0125
Tabela 16 - Experimento 3
121 0 20| O 27 | O
Item 1 0 5 Item 2 0 ) Item 3 0 -
33| 0 3910 42 1 0
Item 4 0 3 Item 5 0 11 Item 6 0 14
46 | 0 60 | O 8 | 1
Item 7 0 T17 Item 8 R Item 9 0 o7
Tabela 17 - Experimento 4
12 | 2 20 | 4 27 | 7
Item 1 0 0 Item 2 0 0 Item 3 0 0
33| 8 39 | 10 42 | 13
Item 4 0 0 Item 5 0 1 Item 6 0 1
46 | 17 60 | 24 85 | 25
Item 7 0 0 Item 8 0 0 Item 9 0 0
Tabela 18 - Experimento 3
121 0 201 0 27 1 0
Item 1 0 5 Item 2 0 1 Item 3 0 =
33| 0 3910 421 0
Item 4 0 3 Item 5 0TI Item 6 0 14
46 | 0 60 | O 8 | 0
Item 7 0T Item 8 0 T24 Item 9 0 T2
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Tabela 19 - Experimento 3

12 | 2 20 | 2 27 | 4
Item 1 0 To Item 2 0 5 Item 3 0 3
33| 4 39| 7 42 | 8
Item 4 0T Item 5 0 1 Item 6 0 5
46 | 8 60 | 24 85 | 25
Item 7 09 Item 8 0 0 Item 9 0 0
Tabela 20 - Experimento 4
12 | 2 20 | 4 27 | 7
Item 1 0 0 Item 2 0 0 Item 3 0 0
33 7 39 | 10 42 | 14
Item 4 0 T Item 5 0 T Item 6 0 0
46 | 17 60 | 24 85 | 25
Item 7 0 0 Item 8 0 0 Ttem 9 0 0
Tabela 21 - Experimento 3
121 0 201 O 271 0
Item 1 0 5 Item 2 0 1 Item 3 0 =
331 0 3910 421 0
Item 4 0 3 Item 5 0TI Item 6 0T 1a
46 | 0 60 | O 8 | 0
Item 7 0T Item 8 0 124 Item 9 0125
Tabela 22 - Experimento 3
121 0 20| O 27 | O
Item 1 0 5 Item 2 0 ) Item 3 0 -
3310 391 0 42 1 0
Item 4 0 3 Item 5 0 11 Item 6 0 14
46 | 0O 60 | O 8 | 1
Item 7 0 T17 Item 8 R Item 9 0 o7
Tabela 23 - Experimento 4
12| 2 16 | 4 27 | 6
Item 1 0 0 Item 2 1 0 Item 3 0 T
33 7 36 | 10 38 | 13
Item 4 0 1 Item 5 3 1 Item 6 1 1
45 | 16 59 | 23 85 | 25
Item 7 T T Item 8 T T Item 9 0 0
Tabela 24 - Experimento 3
12| 0 201 O 27 | 0
Item 1 0 5 Item 2 0 1 Item 3 0 =
3310 39| 0 42 1 0
Item 4 0 3 Item 5 0TI Item 6 0 14
46 | 0 60 | O 8 | 0
Item 7 0T Item 8 0 T24 Item 9 0 T2
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Tabela 25 - Experimento 3

121 0 201 O 27 | 0
Item 1 0 5 Item 2 0 1 Item 3 0 =
3310 391 0 421 0
Item 4 0 3 Item 5 0TI Item 6 0T 1a
46 | 0O 60 | O 8 | 1
Item 7 0T Item 8 0 121 Item 9 0 T 2a
Tabela 26 - Experimento 4
9 2 17 | 4 23| 6
Item 1 3 0 Item 2 3 0 Item 3 T 1
27 | 7 30| 9 42 | 14
Item 4 6 T Item 5 9 5 Item 6 0 0
41 | 17 60 | 24 85 | 25
Item 7 5 0 Item 8 0 0 Ttem 9 0 0
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